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Abstrakt
Diagnostika se ch�ape jako �re�sen�� klasi�ka�cn�� �ulohy. Je n avr�zen syst�em pro kla-
si�kaci objekt�u popsan�ych �c��seln�ymi i ne�c��seln�ymi p�r ��znaky. Model klasi�ko-
van�ych objekt�u se z��sk�av�a b�ehem procesu u�cen�� z tr�eno vac�� mno�ziny spr�avn�e
klasi�kovan�ych p�r��klad�u. Klasi�kovan�e objekty se model uj�� pomoc�� rozho-
dovac��ch strom�u. Uzly strom�u obsahuj�� podm��nky obecn�eho tvaru, kter�e se
hledaj�� pomoc�� genetick�eho programov�an��. V�ysledn�y klasi�k�ator je les { sou-
bor takov�ych strom�u, kter�e klasi�kuj�� podle v�et�sinov�e volby. Je srovn�ana
p�resnost klasi�kace pomoc�� lesa a jednotliv�ych strom�u. Je uk �az�ano, kdy les
klasi�kuje p�resn�eji ne�z jednotliv�e stromy. Ukazuje se, �ze p ou�zit�� lesa zmen�suje
efekt p�reu�cen��. Je srovn�ana p�resnost klasi�kace syst�emu s jin�ymi sou�casn�ymi
metodami na ve�rejn�e dostupn�ych datab�az��ch z medic��nsk �eho prost�red��.



Abstract
Automatic diagnostics is viewed as a pattern classi�cation task.A classi�-
cation method suited for objects described by both numerical and nominal
attributes is proposed. A supervised learning method is used to construct
classi�ers from data. The classi�ers constructed are ensembles ofoblique
decision trees. Genetic programming is used to evolve complex conditions
in decision tree nodes. Classi�cation accuracy of single trees iscompared to
ensembles. It is shown that ensembles work generally better (in terms of clas-
si�cation accuracy) than single trees. Properties of datasets where the use of
ensembles can actually reduce classi�cation accuracy are also discussed. It
is shown that ensembles can reduce the e�ect of over�tting. A comparison
with the results achieved by other techniques on publicly available datasets
is carried out.
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�Uvod

Syst�emy pro podporu rozhodov�an�� a automatickou diagnostiku nach�azej�� v l�e-
ka�rstv�� st�ale v�et�s�� uplatn�en��. Je to zp�usobeno prudk �ym vzestupem mo�znost��
v�ypo�cetn�� techniky, nov�ych m�e�ric��ch metod a pokrok em v oblastech strojo-
v�eho u�cen�� a rozpozn�av�an��. �Ukolem t�echto syst�em�u je obvykle sn���zit riziko
chybn�eho rozhodnut�� �clov�eka p�ri ur�cov�an�� diagn�o zy �ci vylou�cit n�akladn�a vy-
�set�ren�� d��ky optim�aln��mu vyu�zit�� dostupn�ych infor mac��. Pokro�cilej�s�� schop-
nost�� n�ekter�ych takov�ych syst�em�u je mo�znost z��skat z nam �e�ren�ych dat zna-
losti ve form�e srozumiteln�e �clov�eku, kter�e mohou b�yt u� zite�cn�e pro ur�cen��
diagn�ozy.

Pro �u�cely strojov�eho zpracov�an�� je nutn�e �ulohu ur�ce n�� spr�avn�e diagn�ozy
p�resn�eji de�novat. V t�eto pr�aci se poj��m�a jako probl�em klasi�kace, tedy za-
�razen�� diagnostikovan�eho objektu do spr�avn�e t�r��dy na z�aklad�e zn�am�ych p�r��-
znak�u. P�r��znaky p�redstavuj�� zn�am�e veli�ciny neboli �udaje o objektu z��skan�e
m�e�ren��m a t�r��dy, do kter�ych se klasi�kuje, p�redstavuj� � mo�zn�e diagn�ozy. Pro-
gram prov�ad�ej��c�� klasi�kaci, neboli klasi�k�ator, v sob� e obsahuje model dia-
gnostikovan�eho objektu, kter�y vystihuje souvislost mezi p�r��znaky a t�r��dami
v nam�e�ren�ych datech. N�ekdy je model zn�am p�redem d��ky podrobn�e anal�yze
�ulohy a zb�yv�a pouze nal�ezt hodnoty n�ekolika jeho param etr�u. �Casto jsou ale
znalosti �ulohy nedostate�cn�e a pak je �ukolem vhodn�y model vytvo�rit automa-
ticky na z�aklad�e pozorov�an��. K tomuto �u�celu se v aplika c��ch pou�z��v�a �rada
r�uzn�ych typ�u model�u: odhady rozd�elen�� pravd�epodob nosti p�r��znak�u p�ri kon-
kr�etn�� diagn�oze, neuronov�e s��t�e, b�aze logick�ych k lasi�ka�cn��ch pravidel, roz-
hodovac�� stromy, bayesovsk�e s��t�e, atd. V�sechny maj�� sv�e p �rednosti i omezen��.
V�yb�er vhodn�eho typu modelu z�avis�� na konkr�etn�� �ulo ze a na po�zadavc��ch
kladen�ych na �re�sen��. Je po�zadov�ano, aby byl v�ysledn�y model interpretova-
teln�y �clov�ekem? Jak slo�zit�y je syst�em, kter�y se m�a diagn ostikovat? Jak velk�e
je mno�zstv�� dat, kter�e bude slou�zit k tvorb�e modelu? Je pr o tvorbu modelu
k dispozici dostate�cn�e rychl�y algoritmus?

Tato pr�ace se zab�yv�a n�avrhem a implementac�� syst�emu pro k lasi�kaci dat
vyu�ziteln�eho v l�eka�rsk�e diagnostice. Jej��m hlavn��m � ukolem je vyu�z��t v�ypo-
�cetn��ch metod inspirovan�ych evolu�cn��mi procesy v p�r�� rod�e k z��sk�an�� modelu

8



�UVOD 9

dat ze souboru vzorov�ych, spr�avn�e klasi�kovan�ych p�r��kl ad�u, tzv. tr�enovac��
mno�ziny. Tento model m�a dob�re vystihnout vlastnosti tr�eno vac�� mno�ziny,
aby umo�znil spr�avn�e klasi�kovat nov�a, dosud nezn�am�a dat a. Z�arove�n m�a
umo�znit u�zivateli vyu�zit�� p�r��padn�ych apriorn��ch znalost�� o �uloze.

Cel�y text je rozd�elen do p�eti kapitol:

Kapitola 1 nejd�r��ve p�redkl�ad�a obecn�y �uvod do evolu�cn��ch v�y po�cetn��ch tech-
nik. Pot�e detailn�eji popisuje n�ekter�e konkr�etn�� algo ritmy vyu�z��vaj��c��
evoluce: genetick�e algoritmy a hlavn�e genetick�e programov�an��, kter�e je
vyu�zito pro implementaci syst�emu.

Kapitola 2 p�resn�e de�nuje �ulohu klasi�kace a speci�kuje po�zadavky na sys-
t�em.

Kapitola 3 popisuje �re�sen��. Zde se navrhne vhodn�y typ klasi�k�atoru za lo-
�zen�eho na rozhodovac��ch stromech. Navrhne se metoda indukce rozho-
dovac��ch strom�u s ohledem na po�zadavky v kapitole 2.

Kapitola 4 uv�ad�� experimenty ov�e�ruj��c�� schopnosti syst�emu a diskut uje je-
jich v�ysledky. Jde jednak o klasi�kaci um�ele vytvo�ren�ych dat, kter�a
dovol�� n�azorn�ym zp�usobem uk�azat z�akladn�� vlastnosti sy st�emu. schop-
nost zobecnit a citlivost na p�reu�cen��. D�ale jde o experimenty na re�al-
n�ych datech, kter�e poskytuj�� srovn�an�� s jin�ymi metodam i klasi�kace.

Kapitola 5 Z�av�er. Zhodnocen�� �re�sen�� a dosa�zen�ych v�ysledk�u. Mo �zn�a pokra-
�cov�an��. Souvisej��c�� pr�ace.



Kapitola 1

Evolu�cn�� v�ypo�cetn�� techniky

Evolu�cn�� v�ypo�cetn�� techniky (EVT) jsou netradi�cn�� v� ypo�cetn�� postupy in-
spirovan�e v�yvojov�ymi procesy v p�r��rod�e. Pou�z��vaj�� se k �re�sen�� mnoha r�uz-
n�ych probl�em�u, kter�e je mo�zn�e formulovat jako optima liza�cn�� �ulohy. Zpravi-
dla jde o

"
t�e�zk�e\ optimalizace, kter�e se vyzna�cuj�� obrovskou vel ikost�� prohle-

d�avan�eho prostoru, multimodalitou kriteri�aln�� funkce nebo velk�ym po�ctem
stup�n�u volnosti. Prohled�an�� cel�eho prostoru vygenerov� an��m v�sech p�r��pust-
n�ych kandid�at�u na �re�sen�� �ulohy nen�� v takov�ych p�r� �padech zvl�adnuteln�e ani
nejv�ykonn�ej�s��mi technick�ymi prost�redky. Je t�reba z volit zp�usob, kter�y c��len�e
sm�e�ruje k nalezen�� optim�aln��ho �re�sen��. T��m mohou b� yt pr�av�e EVT. Jak�ymi
prost�redky dosahuj�� urychlen�� procesu hled�an��, popisuje sekce 1.1. Jedn�a se
o obecn�e principy, kter�e jsou spole�cn�e t�em�e�r v�sem algo ritm�um zalo�zen�ym
na EVT. Jejich konkr�etn�� u�zit�� je uk�az�ano v sekc��ch 1.2 o genetick�ych algo-
ritmech a 1.3 ogenetick�em programov�an��.

1.1 Principy evolu�cn��ch technik

P�r��rodn�� evoluce je proces, p�ri kter�em se biologick�e dr uhy p�rizp�usobuj�� m�en��-
c��mu se prost�red��. Takov�a adaptace se m�u�ze uskute�c�nova t skrze rozmno�zov�an��
jedinc�u a mutace. Rozmno�zov�an�� m�a dv�e funkce. Na jedn� e stran�e dovoluje
d��ky d�edi�cnosti uchov�avat a p�red�avat vlastnosti d�ule� zit�e pro p�re�zit�� druhu.
Na druh�e stran�e d�av�a vzniknout jedinc�um nov�ych, potenc i�aln�e u�zite�cn�ych
kvalit. (K tomu ov�sem doch�az�� jen v p�r��pad�e pohlavn��h o rozmno�zov�an��. Po-
kud se druh rozmno�zuje nepohlavn�e, objevuj�� se jedinci nov�ych vlastnost��
pouze d��ky mutac��m.) Ne v�sem jedinc�um je v�sak dovoleno p�r e�z��t. L�epe p�ri-
zp�usoben�� p�re�z��vaj�� a rozmno�zuj�� se ve v�et�s��m po� ctu, �spatn�e p�rizp�usoben��
vym��raj�� a nemohou sv�e d�edi�cn�e vlastnosti p�redat dal�s ��m generac��m. Tento
jev, zodpov�edn�y za

"
p�re�zit�� siln�ej�s��ho\, se naz�yv�a p�rirozen�y v�yb�er .
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EVT modeluj�� uveden�e z�akladn�� rysy p�r��rodn�� evoluce s c��lem postupn�e

"
vy�slechtit\ optim�aln�� nebo alespo�n dostate�cn�e kvalitn �� �re�sen�� optimaliza�cn��

�ulohy. P�resn�e vysv�etlit, pro�c EVT funguj��, b�yv�a obt�� �zn�e. Pro v�et�sinu algo-
ritm�u neexistuje apar�at, kter�y by popisoval jejich chov�a n��. Jist�y vhled po-
skytuje anal�yza genetick�ych algoritm�u proveden�a Hollan dem [13], kter�a ale
plat�� jen pro �uzkou t�r��du algoritm�u.

1.1.1 Sch�ema evolu�cn��ho algoritmu

Obecn�e sch�ema evolu�cn��ho algoritmu je zn�azorn�eno na obr�azku 1.1. Tak jako
mnoho jin�ych optimaliza�cn��ch metod pracuje algoritmus cyklicky. Jednotliv�e
kroky jsou zde stru�cn�e pops�any.

Vytvo�ren�� po�c�ate�cn�� populace. Klasick�e optimaliza�cn�� metody obvykle
vych�azej�� z vhodn�eho po�c�ate�cn��ho odhadu �re�sen��, kter�y postupn�e vy-
lep�suj��. Narozd��l od nich pracuj�� EVT s celou mno�zinou kan did�at�u na �re-
�sen�� neboli populac�� jedinc�u (individuals) . Po�c�ate�cn�� populaci je mo�zn�e
vytvo�rit bud' n�ahodn�e nebo, je-li to mo�zn�e, pomoc�� he uristiky, kter�a
dovol�� vytipovat slibn�e kandid�aty na �re�sen�� �ulohy. D� ule�zitou vlastnost��
populace je zejm�ena z po�c�atku jej�� rozmanitost (diversity). Je nutn�e
vytvo�rit po�c�ate�cn�� populaci tak, aby se jednotliv�� je dinci navz�ajem co
nejv��ce li�sili.

Vyhodnocen��. Ka�zd�y jedinec je ohodnocen m��rou svoj�� kvality (�tness) .
Kvalita je analogie schopnosti p�re�z��t v drsn�e p�r��rod�e a v EVT vyja-
d�ruje m��ru optimality �re�sen��. V t�eto f�azi prob��h�a j ej�� zji�st�en�� u v�sech
jedinc�u v populaci a zpravidla se jedn�a o �casov�e nejn�aro�cn�ej�s�� krok
cel�eho algoritmu. Po�zadavky na vlastnosti tohoto ohodnocen�� nejsou
p�r��li�s p�r��sn�e. Nej�cast�eji b�yv�a kvalita de�nov�ana jako funkce p�ri�razuj��c��
jedinc�um re�aln�a �c��sla. V�et�sinou ale sta�c��, aby bylo m o�zn�e mezi sebou
jedince porovnat a podle kvality uspo�r�adat.

Evolu�cn�� f�aze. V t�eto f�azi se vytv�a�r�� ur�cit�y po�cet nov�ych jedinc�u zp�usobem,
kter�y napodobuje rozmno�zov�an�� v p�r��rod�e a zvy�suje � sanci, �ze bude na-
lezeno lep�s�� �re�sen��.

Prvn��m krokem je selekceneboli v�yb�er jedinc�u, kte�r�� budou slou�zit
jako rodi�ce nebo vzory pro nov�e vytv�a�ren�e jedince. N�e kolik odli�sn�ych,
nej�cast�eji pou�z��van�ych metod selekce je pops�ano v n�asleduj��c�� podsekci.
V�sechny maj�� jeden spole�cn�y rys: V dobr�e v���re, �ze kvali tn�� rodi�ce zplod��
kvalitn�� potomky, jsou �cast�eji vyb��r�ani jedinci nadpr� um�ern�e kvality.
T��m se dosahuje postupn�eho zvy�sov�an�� kvality cel�e popula ce. Selekce
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Selekce jedincù
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Tvorba nové populace

populace

Evoluèní fáze

Obr�azek 1.1: V�yvojov�y diagram evolu�cn��ho algoritmu

je tak analogi�� p�rirozen�eho v�yb�eru v p�r��rod�e. Siln �ej�s�� jedinci p�re�z��vaj��
a maj�� v�et�s�� �sanci k rozmno�zov�an��.

Dal�s��m krokem je vytvo�ren�� nov�ych jedinc�u zp�usobem, kter�y se v EVT
naz�yv�a rekombinace. Rekombinace se realizov�ana metodami, kter�ym se
�r��k�a rekombina�cn�� oper�atory . Rekombina�cn�� oper�atory nej�cast�eji mode-
luj�� p�r��rodn�� k�r���zen�� (crossover) a mutaci (mutation). Oper�ator k�r���zen��
generuje z n�ekolika jedinc�u - rodi�c�u (parents) jednoho nebo v��cepo-
tomk�u (o�springs) . C��lem k�r���zen�� je tvo�rit potomky, kte�r�� v sob�e kom-
binuj�� vlastnosti sv�ych rodi�c�u. Zajistit smyslupln�e p�ren� a�sen�� vlastnost��
rodi�c�u na potomky je �casto n�aro�cn�e, ale z�asadn�e to ovl iv�nuje v�ykonnost
cel�eho algoritmu. Dobr�e vysv�etlen�� pod�av�a v tomto ohl edu �cl�anek [8].
Oper�ator mutace je un�arn�� a prov�ad��

"
malou\, obvykle n�ahodnou zm�enu

vybran�eho jedince, co�z je v podstat�e hled�an�� lep�s��ho �re�sen�� v bl��zk�em

"
okol��\ jedince.

Nakonec je t�reba vytvo�rit novou populaci, kter�a bude obsahovat jedince
vznikl�e rekombinac�� a kter�a n�asledn�e podstoup�� dal�s� � kolo evolu�cn��ho
v�yvoje. Novou populace je mo�zn�e utvo�rit pouze z

"
nov�ych\ jedinc�u nebo
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nahradit jen �c�ast
"
star�e\ populace. Mo�znost�� je v��ce a je jim v�enov�ana

samostatn�a podsekce.

Podm��nka ukon�cen��. Cyklus postupn�eho
"
�slecht�en��\ prob��h�a obvykle do na-

lezen�� optim�aln��ho �ci dostate�cn�e kvalitn��ho �re�sen ��. N�ekdy nen�� mo�zn�e
rozpoznat, zda je nejlep�s�� dosud nalezen�e �re�sen�� optim�aln��. Pak b�yv�a
doba b�ehu programu omezena bud' �casem nebo po�ctem proveden�ych
operac��. Je tak�e mo�zn�e ukon�cit b�eh evoluce, pokud se po del�s�� dobu
neobjevilo �z�adn�e zlep�sen��.

1.1.2 V�yb�erov�e strategie
�Ukolem selekce je up�rednost�novat kvalitn�� jedince p�red hor�s��mi. K vyj�ad-
�ren�� m��ry, s jakou zv�yhod�nujeme kvalitn�� jedince, se p ou�z��v�a pojem selek�cn��
tlak (selection pressure). Jeho velikost m�a v�yznamn�y vliv na funkci ka�zd�eho
evolu�cn��ho algoritmu. Vysok�y selek�cn�� tlak znamen�a, �z e mnoho jedinc�u s re-
lativn�e n��zkou kvalitou m�a velmi malou �sanci k rekombina ci. Populaci pak
velmi rychle ovl�adnou potomci n�ekolika vysoce kvalitn��ch jedinc�u. Vede to
sice k rychl�emu r�ustu pr�um�ern�e kvality populace, ale tak �e ke zna�cn�emu ome-
zen�� jej�� rozmanitosti. D�usledkem je sn���zen�a prohled�a vac�� schopnost algoritmu
a velk�a �sance, �ze optimalizace uv�azne v lok�aln��m optim u. N��zk�y selek�cn�� tlak
d�av�a dostatek prostoru pro rekombinaci i relativn�e m�alo k valitn��m jedinc�um.
Algoritmus tak prohled�av�a i

"
m�en�e slibn�a\ m��sta, ale postup k �re�sen�� je po-

malej�s��. P�ri �upln�e absenci selek�cn��ho tlaku se evoluce degraduje na n�ahodn�e
prohled�av�an��.

Metod prov�ad�en�� selekce a �upravy selek�cn��ho tlaku je cel�a �rada. P�rehled
poskytuj�� nap�r. publikace [17] v kapitole o genetick�ych algoritmech, [18] a [11].
Zde budou jen stru�cn�e pops�any nejzn�am�ej�s�� v�yb�erov� e strategie.

Selekceruletov�ym kolem je n�ahodn�y v�yb�er, p�ri kter�em je pravd�epodob-
nost v�yb�eru jedince p�r��mo �um�ern�a jeho kvalit�e. P�re dpokl�ad�a kvalitu jedince
vyj�ad�renou pomoc�� nez�aporn�e re�aln�e funkce f . Pravd�epodobnost v�yb�eru i -
t�eho jedince x i z populace velikostiN je tedy mo�zn�e zapsat jako

P(x i ) =
f (x i )

P N
j =1 f (x j )

; i = 1; : : : ; N; (1.1)

kde f (x i ) zna�c�� kvalitu jedince x i . N�azev t�eto metody vych�az�� z p�redstavy ru-
letov�eho kola, na kter�em m�a ka�zd�y jedinec z populace vyhrazen po�cet pol���cek
p�r��mo �um�ern�y sv�e kvalit�e. Je-li po�cet pol���cek na r uletov�em kole dostate�cn�e
velk�y, d�av�a vzorec 1.1 dobr�y odhad pravd�epodobnosti jevu

"
padne x i\ p�ri

zato�cen�� ruletou. P�ri v�yb�eru velmi velk�eho po�ctu je dinc�u se d�a u vybran�e
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mno�ziny o�cek�avat relativn�� pod��l pr�um�ern�ych jedi nc�u p�ribli�zn�e stejn�y jako
v p�uvodn�� populaci. Pod��l nadpr�um�ern�ych bude vy�s�s ��, pod��l podpr�um�ern�ych
ni�z�s��. U mal�ych populac��, kdy se v�zdy vyb��r�a jen mal� y po�cet jedinc�u, v�sak
p�rest�av�a b�yt na n�ahodu spolehnut�� a skute�cn�e rozlo�ze n�� nemus�� odpov��dat
o�cek�avan�ym hodnot�am. Proto se selekce prov�ad�� tak�e ji n�ymi, �c�aste�cn�e de-
terministick�ymi zp�usoby. P�r��kladem m�u�ze b�yt zbytkov�y stochastick�y v�yb�er
(remainder stochastic sampling)[17].

Jinou metodou je tzv.po�radov�a selekce (rank selection). Narozd��l od p�red-
choz��ch nepo�zaduje, aby byla kvalita reprezentov�ana re�alnou funkc��. Sta�c�� je-
dince vzestupn�e podle kvality uspo�r�adat. Nejhor�s��mu jed inci se p�ri�rad�� ohod-
nocen�� 1, druh�emu nejhor�s��mu 2, atd. a�z nejlep�s�� dost ane ohodnocen��N .
Podle tohoto ohodnocen�� se vypo�ctou pravd�epodobnosti

Pr (x i ) =
2(N + 1 � i )

N (N � 1)
; i = 1; : : : ; N; (1.2)

kter�e je mo�zn�e vyu�z��t k selekci ruletov�ym kolem nebo zb ytkov�ym stochastic-
k�ym v�yb�erem. Tento zp�usob nach�az�� uplatn�en�� i v situa c��ch, kdy je kvalita
de�nov�ana pomoc�� re�aln�e funkce. V n�ekter�ych p�r��pa dech toti�z znamen�a mal�y
rozd��l v kvalit�e v�yznamn�y rozd��l v

"
u�zitn�e hodnot�e\ jedince. Oby�cejn�a selekce

ruletov�ym kolem m�u�ze takov�e rozd��ly prakticky smazat.
Turnajov�a selekce (tournament selection)je velmi obl��ben�a pro svou jed-

noduchost a snadnou kontrolu selek�cn��ho tlaku. Z populace se postupn�e
a zcela n�ahodn�e vyb��raj�� skupinky jedinc�u, kte�r�� spol u bojuj�� o p�r��le�zitost
k rekombinaci. Turnaj m�a v�zdy jen jednoho v��t�eze, kter�ym se st�av�a nejkva-
litn�ej�s�� jedinec z cel�e skupinky. Selek�cn�� tlak lze sna dno kontrolovat velikost��
vyb��ran�ych skupinek. Je z�rejm�e, �ze v�et�s�� po�cet �u� cast��k�u turnaje zv�y�s�� i se-
lek�cn�� tlak. Tato selek�cn�� metoda se pou�z��v�a i v t�eto p r�aci.

1.1.3 N�ahradov�e strategie

Po selekci a rekombinaci je t�reba vytvo�rit novou populaci,do kter�e se za�rad��
nov�� jedinci vznikl�� rekombinac��. Klasick�y genera�cn�� postup prov�ad�� �upln�e
nahrazen�� p�uvodn�� populace. P�ripom��n�a �zivotn�� cy klus jednolet�ych rostlin.
Do nov�e populace, na kterou pohl���z�� jako na novou generaci, vyb��r�a pr�av�e to-
lik jedinc�u, kolik obsahuje p�uvodn�� populace. Na jedince p ot�e aplikuje s prav-
d�epodobnost�� P� oper�ator k�r���zen�� a s pravd�epodobnost�� Pm oper�ator mutace.
Rodi�ce jsou v p�r��pad�e proveden�� operace nahrazeni sv�ymi potomky a jedinci
podstupuj��c�� mutaci sv�ymi mutanty. Hodnota P� je obvykle v intervalu 0,5 {
1,0, hodnotaPm b�yv�a v intervalu 0,02 { 0,1.

Cel�y proces n�ahrady lze pojmout i jin�ym zp�usobem. P�ri re kombinaci se
vytvo�r�� ur�cit�y po�cet jedinc�u, men�s�� ne�z je veliko st p�uvodn�� populace. N�ahra-
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dov�a strategie potom vybere jedince z p�uvodn�� populace, kter�e nahrad�� no-
v�ymi, vznikl�ymi rekombinac��. Mezn��m p�r��padem tohot o p�r��stupu je tzv. inkre-
ment�aln�� evoluce (steady-state evolution), kter�a v ka�zd�em cyklu vyb��r�a a na-
hrazuje jen jedin�y p�ar rodi�c�u. B�yv�a v�yhodn�e nahraz ovat n�ahodn�e vybran�e
jedince. V�ym�enou nejhor�s��ch jedinc�u v populaci se p�r� �li�s zvy�suje selek�cn�� tlak
[12]. N�ekter�e aplikace EVT zav�ad�ej�� pojem st�a�r�� jedi nce jako po�cet cykl�u, po
kter�y z�ust�av�a v populaci. Pro n�ahradu pak vyb��raj�� ne jstar�s�� jedince.

1.2 Genetick�e algoritmy

Genetick�e algoritmy (GA) pat�r�� mezi nejstar�s�� metody vy u�z��vaj��c�� evoluce
jako v�ypo�cetn��ho prost�redku. Jejich studiu byla v�enov� ana zna�cn�a pozornost
a jsou z�rejm�e nejv��ce prozkoumanou oblast�� EVT. Pro nejstar�s�� variantu GA,
tzv. standardn�� GA, vypracoval J. Holland teorii o sch�ematech[13]. Ta p�red-
stavuje zat��m jedin�y �siroce uzn�avan�y pokus o vysv�etlen� � jejich funkce, i kdy�z
je sama p�redm�etem mnoha v�yhrad. Proto jsou zde vylo�zeny alespo�n nejd�ule-
�zit�ej�s�� z�av�ery, kter�e z n�� vypl�yvaj��. Podrobn�e j�s�� v�yklad GA a teorie o sch�ema-
tech pod�avaj�� publikace [17], [11] a [13]. Objevily se snahyp�rizp�usobit tuto
teorii i pro jin�e typy evolu�cn��ch algoritm�u, nap�r. pro genetick�e programov�an��
[14], ale tato p�rizp�usoben�� nejsou p�r��li�s propracovan �a.

1.2.1 Reprezentace jedinc�u

Jedinci jsou v GA reprezentov�ani pomoc�� �ret�ezc�u ( s1; s2; : : : ; sL ) kone�cn�e
d�elky L. Symboly si jsou vybr�any abecedy A i , kter�a je zpravidla kone�cn�a.
�Casto b�yvaj�� v�sechny symboly z t�e�ze abecedy, tedy A i = A pro v�sechna i .
V analogii s genetikou se �ret�ezce naz�yvaj�� chromoz�omy a jednotliv�e symboly
alely. U standardn��ch GA maj�� v�sechny chromoz�omy stejnou d�elku a abecedu
tvo�r�� pouze dva symboly, 0 a 1.

1.2.2 Rekombina�cn�� oper�atory

Nejpou�z��van�ej�s�� rekombina�cn�� oper�atory u GA reali zuj�� k�r���zen�� a mutaci.
Konkr�etn�� zp�usob prov�ad�en�� t�echto operac�� se zpravi dla li�s�� v ka�zd�e aplikaci.
Zde jsou pro uk�azku pops�any oper�atory jednobodov�eho k�r���zen�� a bodov�e
mutace tak, jak je pou�z��vaj�� standardn�� GA. Jednobodov�e k�r���zen�� kombi-
nuje dva jedince { rodi�ce a jeho v�ysledkem jsou op�et dva jedinci { potomci.
Proces k�r���zen�� je zn�azorn�en na obr�azku 1.2. Nejprve se n�ahodn�e zvol�� �c��slo
od 1 do (L � 1). To ur�c�� tzv. k�r���z��c�� bod , ve kter�em se oba rodi�covsk�e �ret�ezce
rozd�el��. Oba potomci jsou pak vytvo�reni prohozen��m spodn��ch �c�ast�� �ret�ezc�u
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Obr�azek 1.2: Jednobodov�e k�r���zen�� u standardn��ch GA
(a) rodi�ce a k�r���z��c�� bod, (b) k�r���zen��, (c) potomc i
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rodi�c�u a jejich op�etovn�ym spojen��m. Bodov�a mutace je v elmi jednoduch�a
operace. U mutovan�eho jedince se invertuje n�ahodn�e zvolen�a alela.

1.2.3 Teor�em o Sch�ematech

Chromoz�omy tvo�ren�e bin�arn��mi �ret�ezci p�redstavuj� � jednotliv�e vzorky prohle-
d�avan�eho prostoru. Ur�cit�e hodnoty jednotliv�ych bit�u n ebo jejich skupinek
r�uzn�ym zp�usobem ovliv�nuj�� kvalitu jedince. Skupinu �r et�ezc�u, kter�e se v ur-
�cit�ych bitech shoduj��, je mo�zn�e snadno popsat pomoc�� tzv . sch�ematu. Nap�r��-
klad �ret�ezce d�elky 3, kter�e maj�� jedni�cku na prvn�� po zici, popisuje sch�ema
(1; � ; � ). Hv�ezdi�cky znamenaj��, �ze hodnota p�r��slu�sn�eho bitu m �u�ze b�yt libo-
voln�a. Sch�ema je kvalitn��, pokud �ret�ezce, kter�e popi suje, p�redstavuj�� kvalitn��
kandid�aty na �re�sen�� �ulohy. Po�cet nul a jedni�cek ve sch� ematu se naz�yv�a �r�ad
sch�ematu. Nejv�et�s�� vz�ajemn�a vzd�alenost dvou

"
nehv�ezdi�ckov�ych\ symbol�u

ve sch�ematu se naz�yv�a de�ni�cn�� d�elka sch�ematu.
Holland se ve sv�e pr�aci [13] pokusil objasnit princip funkce genetick�ych

algoritm�u pr�av�e pomoc�� sch�emat. Zab�yval se p�re�zit�� m kvalitn��ch sch�emat
v pr�ub�ehu evoluce a jejich �s���ren��m v populaci. Toto ch ov�an�� studoval na ge-
netick�ych algoritmech s bin�arn��mi chromoz�omy pevn�e d �elky, genera�cn��m mo-
delem n�ahrady jedinc�u a selekc�� pomoc�� ruletov�eho kola . Z rekombina�cn��ch
oper�ator�u uva�zoval jednobodov�e k�r���zen�� a bodovou mutaci. Pro zjednodu�sen��
p�redpokl�adal pr�aci s nekone�cn�e velk�ymi populacemi.

Nejv�yznamn�ej�s�� z�av�ery jeho teorie vyjad�ruj�� teor�em o sch�ematech a hy-
pot�eza o stavebn��ch bloc��ch, jejich�z slovn�� formulace zde jsou p�revzaty z [17]:

Teor�em o Sch�ematech. Po�cet kr�atk�ych, nadpr�um�ern�e kvalitn��ch sch�emat
n��zk�eho �r�adu v jednotliv�ych generac��ch exponenci�al n�e roste.

Hypot�eza o stavebn��ch bloc��ch. Genetick�y algoritmus hled�a svoje cho-
v�an�� bl��zk�e optim�aln��mu t��m, �ze up�rednost�nuje a p�reskupuje kr�atk�a, nadpr�u-
m�ern�e kvalitn�� sch�emata n��zk�eho �r�adu, naz�yvan�a s tavebn�� bloky.

A�ckoli jsou tyto z�av�ery odvozeny jen pro �uzkou t�r��du ge netick�ych algoritm�u,
p�redpokl�ad�a se, �ze princip funkce jin�ych evolu�cn��ch technik je obdobn�y.

1.3 Genetick�e programov�an��

V roce 1985 p�ri�sel Nichael L. Cramer s my�slenkou vyv��jet pomoc�� genetick�ych
algoritm�u po�c��ta�cov�e programy. M��sto �ret�ezc�u pou �zil pro reprezentaci jedinc�u
stromov�e struktury. Jeho my�slenky pozd�eji rozvinul John R. Koza a svou roz-
s�ahlou pr�aci publikoval v knih�ach [14] a [15], kter�e se doposud do�ckaly je�st�e
dvou dal�s��ch pokra�cov�an�� (v �ce�stin�e pod�av�a z�akl adn�� p�rehled kniha [18]).
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Obr�azek 1.3: Reprezentace logick�eho v�yrazu (: X ^ : Y) _ (X ^ Y)

Od Kozy poch�az�� n�azev metody: genetick�e programov�an��. Genetick�e progra-
mov�an�� je dnes velmi obl��benou metodou EVT. Hlavn��m d�uvo dem je pr�av�e
stromov�a reprezentace jedinc�u, kter�a dovoluje pom�ern�e snadno pracovat i se
slo�zit�ymi hierarchick�ymi strukturami.

1.3.1 Reprezentace jedinc�u

Jedinci v genetick�em programov�an�� obvykle reprezentuj�� po�c��ta�cov�e programy,
v�yrazy a jin�e struktury, kter�e lze vyj�ad�rit pomoc�� acy klick�ych graf�u neboli
strom�u. Na obr�azku 1.3 je uk�azka reprezentace logick�eho v�yrazu dvou pro-
m�enn�ych. Tyto stromy jsou slo�zeny ze symbol�u dvou typ�u: funkc�� , kter�e se
nach�azej�� ve vnit�rn��ch uzlech stromu a termin�al�u , kter�e tvo�r�� listy stromu.
Mno�zina v�sech funkc�� se ozna�cuje F , mno�zina v�sech termin�al�u T. Funkce
maj�� v�et�sinou v�yznam operac�� ve vyv��jen�em programu. Ka�zd�a je charakte-
rizov�ana svou aritou neboli po�ctem sv�ych argument�u. Term in�aly nej�cast�eji
p�redstavuj�� vstupn�� prom�enn�e, se kter�ymi funkce pracuj ��. Mohou to ale b�yt
i konstanty nebo funkce s nulovou aritou.

Genetick�e programov�an�� hled�a �re�sen�� zadan�e �ulohy v prostoru v�sech strom�u
s vnit�rn��mi uzly z mno�zny F a listy z mno�ziny T. Z toho vypl�yvaj�� dva po-
�zadavky na mno�ziny F a T:

Uzav�renost znamen�a, �ze v�ystup jak�ekoli funkce nebo termin�alu se m�u �ze
st�at vstupem jak�ekoli jin�e funkce. Tato vlastnost umo�z�nuj e snadnou
konstrukci nov�ych jedinc�u kop��rov�an��m �c�ast�� existuj ��c��ch strom�u. Uza-
v�renost nespl�nuj�� nap�r��klad mno�ziny T = f 0; 1g, F = f + ; � ; � ; =g,
proto�ze nen�� p�r��pustn�e d�elit nulou.
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Obr�azek 1.4: K�r���zen�� v genetick�em programov�an��
(a) rodi�ce a k�r���z��c�� body, (b) potomci

Posta�citelnost po�zaduje aby �re�sen�� �ulohy bylo mo�zn�e vyj�ad�rit n�ej ak�ym
stromem zkonstruovan�ym z mno�zin F a T. Nap�r��klad mno�ziny F =
f + ; �g , T = f x; yg nejsou posta�cuj��c��, je-li �re�sen��m �ulohy v�yraz x� y+ x.
Tento samoz�rejm�y po�zadavek nemus�� b�yt jednoduch�e dod r�zet: �Re�sen��
obvykle nen�� zn�am�e p�redem.

1.3.2 Rekombina�cn�� oper�atory

Genetick�e programov�an�� zn�a celou �radu rekombina�cn� �ch oper�ator�u, ale v�et-
�sina z nich doch�az�� vyu�zit�� z�r��dka. B�e�zn�e se pou�z� �vaj�� pouze tzv. prim�arn��
oper�atory: k�r���zen�� a mutace, kter�e jsou pops�any v t�et o sekci. Jsou to analogie
jednobodov�eho k�r���zen�� a bodov�e mutace u genetick�yc h algoritm�u. Ostatn��
(sekund�arn��) oper�atory popisuj�� nap�r��klad knihy [14] a [18].

K�r���zen�� je zn�azorn�eno na obr�azku 1.4. Stejn�e jako u standardn��ch genetic-
k�ych algoritm�u pracuje se dv�ema rodi�ci a jeho v�ysledkem j sou dva potomci.
Za�c��n�a se n�ahodn�ym v�yb�erem k�r���z��c��ho uzlu u ka� zd�eho rodi�ce (na obr�azku
jsou ozna�ceny dvojit�ym krou�zkem). Podstromy vych�azej�� c�� z k�r���z��c��ho uzlu
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Obr�azek 1.5: Mutace v genetick�em programov�an��
(a) p�uvodn�� jedinec, (b) mutant

se potom od�r��znou a vz�ajemn�e prohod��. Aby se omezilo pouh�e prohazov�an��
list�u, pou�z��v�a se rozd�elen�� pravd�epodobnosti up�redn ost�nuj��c�� v�yb�er vnit�rn��ch
uzl�u stromu.

K�r���zen�� m�u�ze zp�usobit r�ust strom�u do velk�ych rozm�e r�u. Z praktick�ych
d�uvod�u se proto de�nuje maxim�aln�� p�r��pustn�a hloubka st romu Dmax . Jej��
konkr�etn�� hodnota z�avis�� na slo�zitosti �re�sen�e �ulohy . Nap�r��klad Koza pou�z��v�a
ve sv�e knize [14] hodnotuDmax = 17. Za �u�celem dodr�zen�� tohoto omezen�� se
p�ri k�r���zen�� kontroluje hloubka vytvo�ren�ych potomk �u. Pokud se objev�� jedinec
p�resahuj��c�� povolen�y limit, je nahrazen jedn��m ze sv�yc h rodi�c�u.

P�r��klad mutace ukazuje obr�azek 1.5. U mutovan�eho jedince se n�ahodn�e
vybere uzel a podstrom vych�azej��c�� z tohoto uzlu se od�r��zne. Na jeho m��st�e
se pak n�asleduj��c��m zp�usobem

"
nech�a vyr�ust\ nov�y podstrom: Z mno�ziny

C = F [ T se n�ahodn�e vybere symbol a p�ripoj�� se nam��sto ko�rene od�r��z-
nut�eho stromu. Pokud je symbolem termin�al, operace skon�c��. Je-li symbo-
lem funkce, opakuje se tento krok rekurzivn�e na v�sechny syny t�eto funkce.
V obecn�em p�r��pad�e nemus�� doj��t k samovoln�emu zastaven �� r�ustu, a proto je
t�reba pr�ub�e�zn�e sledovat hloubku cel�eho stromu. Dos�ahn e-li hloubka hodnoty
Dmax � 1, p�ripojuj�� se nad�ale pouze symboly z mno�ziny T. Tak se nep�rekro�c��
maxim�aln�� povolen�a hloubka stromu.
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Obr�azek 1.6: V�yvojov�y diagram genetick�eho programov�an��

1.3.3 Algoritmus genetick�eho programov�an��

Na obr�azku 1.6 je v�yvojov�y diagram algoritmu genetick�eho programov�an��
podle [18]. Jde vlastn�e o obecn�y diagram 1.1 rozveden�y do podrobna. Pou-
�z��v�a se genera�cn�� model evoluce s konstantn�� velikost�� populaceN jedinc�u.
Vytv�a�ren�� nov�ych jedinc�u zaji�st'uj�� oper�atory k�r� ��zen�� a mutace. Po volb�e
selek�cn�� metody a m��ry kvality jedinc�u nabude algoritmu s zcela konkr�etn��
podoby. Jedin�ym krokem, kter�y si je�st�e zasluhuje podrobn�ej�s�� vysv�etlen�� je
generov�an�� po�c�ate�cn�� populace.
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Zp�usob, kter�ym se generuj�� jedinci v po�c�ate�cn�� popula ci je velmi podobn�y
fungov�an�� oper�atoru mutace (viz. podsekce 1.3.2). Stromy se nechaj�� n�ahodn�e

"
vyr�ust\ rekurzivn��m p�ripojov�an��m jednotliv�ych symbo l�u ke ko�reni. Tento

proces skon�c�� bud' samovoln�e nebo dosa�zen��m p�redem ur�cen�e hloubky D.
Existuj�� dva z�akladn�� zp�usoby generov�an�� strom�u: r�ustov�e a �upln�e . V obou
p�r��padech se za�c��n�a n�ahodn�ym v�yb�erem ko�renov�eh o symbolu z mno�ziny F .
R�ustov�e generov�an�� d�ale pokra�cuje (stejn�e jako oper� ator mutace) rekurzivn��m
p�rid�av�an��m uzl�u z mno�ziny C = F [ T, �upln�e generov�an�� p�rid�av�a uzly pouze
z mno�ziny F . Po dosa�zen�� hloubky D � 1 se uzly za�cnou vyb��rat z mno�ziny
T, �c��m�z se proces r�ustu ukon�c��.

R�ustov�e i �upln�e generov�an�� se obvykle kombinuj�� pro do sa�zen�� velk�e roz-
manitosti po�c�ate�cn�� populace. Koza ve sv�e knize [14] doporu�cuje metodu
ozna�covanouramped half and half: Pracuje s maxim�aln�� hloubkou D init = 6.
20% populace pak generuje s hloubkouD = 2, 20% s hloubkouD = 3,
atd., a�z 20% s hloubkouD = 6. V ka�zd�e skupin�e je p�ritom polovina strom�u
vytvo�rena r�ustov�ym a polovina �upln�ym generov�an��m.

1.3.4 Genetick�e programov�an�� s typov�an��m

V mnoha aplikac��ch b�yv�a obt���zn�e dodr�zet po�zadavek uzav�renosti mno�ziny
funkc�� a termin�al�u. P�r��kladem m�u�ze b�yt reprezenta ce logick�ych v�yraz�u typu
X � 0 _ (Y > X ^ X > 1), kter�e obsahuj�� rela�cn�� oper�atory, �c��seln�e prom� enn�e
a konstanty. V takov�em p�r��pad�e by bylo p�rirozen�e de�no vat mno�zinu funkc��
F = f^ ; _ ; � ; > g a mno�zinu termin�al�u T = f X; Y; 0; 1g. Tyto mno�ziny ale
uzav�renost nespl�nuj��: Logick�e spojky ^ a _ pracuj�� pouze s logick�ymi argu-
menty a rela�cn�� oper�atory � a > pouze s �c��seln�ymi argumenty X , Y, 0 a 1.
Zanedb�an��m uzav�renosti by k�r���zen��m a mutac�� vznika ly stromy reprezentuj��c��
nesmysln�e v�yrazy.

Tento probl�em je mo�zn�e obej��t za pomoci modi�kace genetick�eho progra-
mov�an�� podle [19], zn�am�e jako genetick�e programov�an�� s typov�an��m (strongly
typed genetic programming). Ta zav�ad�� pojem typ funkce, �ci termin�alu. Jedn�a
se o druh hodnoty, kterou funkce �ci termin�al

"
vrac��\ na sv�em v�ystupu nebo

vy�zaduje na sv�em vstupu. V p�r��kladu s logick�ymi funkcemi by existovaly dva
typy: �c��slo a logick�a hodnota. Ka�zd�emu symbolu z mno�zin y C = F [ T je pak
p�ri�razen typ v�ystupn�� hodnoty. Symbol�um z mno�ziny F jsou nav��c p�ri�razeny
typy jednotliv�ych vstupn��ch hodnot. P�ri�razen�� typ�u p ro p�r��klad s logick�ymi
funkcemi shrnuje tabulka 1.1.

Vlastn�� modi�kace genetick�eho programov�an�� spo�c��v�a v za�razen�� mecha-
nismu

"
typov�e kontroly\ do rekombina�cn��ch oper�ator�u a do alg oritmu gene-

rov�an�� po�c�ate�cn�� populace. To konkr�etn�e znamen�a dv�e omezen��:
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symbol typ v�ystupu typ 1. vstupu typ 2. vstupu
� log. hodnota �c��slo �c��slo
> log. hodnota �c��slo �c��slo
^ log. hodnota log. hodnota log.hodnota
_ log. hodnota log. hodnota log.hodnota
X �c��slo - -
Y �c��slo - -
0 �c��slo - -
1 �c��slo - -

Tabulka 1.1: P�r��klad p�ri�razen�� typ�u symbol�um

1. Ko�renem stromu m�u�ze b�yt pouze uzel vracej��c�� hodnot u t�eho�z typu,
jak�y je o�cek�av�an na v�ystupu programu.

2. Ka�zd�y uzel krom�e ko�rene vrac�� hodnotu typu, kter�y n a sv�em vstupu
o�cek�av�a jeho rodi�covsk�y uzel.



Kapitola 2

Speci�kace zad�an��

Jak u�z bylo �re�ceno v �uvodu, c��lem t�eto pr�ace je vytvo� rit syst�em schopn�y �re�sit
klasi�ka�cn�� �ulohy. Nejd�r��ve je t�reba de�novat, o jak�e �ulohy se jedn�a.

Necht' je n�ejak�y objekt pops�an dv�ema parametry x = ( x1; x2; : : : ; xn ) a k.
Prvn�� z nich je pozorovateln�y a druh�y je skryt�y. Parametr x se naz�yv�a
pozorov�an�� nebo tak�e vektor p�r��znak�u a nab�yv�a hodnot z mno�ziny X =
X 1 � X 2 � : : : � X n . Parametr k nab�yv�a hodnot z n�ejak�e kone�cn�e mno-
�ziny K . Naz�yv�a se t�r��da (class) nebo tak�e skryt�y stav objektu. Klasi�kace
spo�c��v�a v odhalen�� hodnoty skryt�eho stavu objektu na z�ak lad�e hodnot p�r��-
znak�u, neboli v za�razen�� objektu do spr�avn�e t�r��dy. Pr ogram, kter�y klasi�kaci
prov�ad��, se naz�yv�a klasi�k�ator. Mno�ziny p�r��znak�u X 1; X 2; : : : ; X n mohou b�yt
v obecn�em p�r��pad�e jak�ekoli. Jejich prvky mohou b�yt sym boly z n�ejak�e abs-
traktn�� abecedy, �c��sla nebo t�reba grafy �ci obr�azky. V t �eto pr�aci se �uloha
poj��m�a v u�z�s��m smyslu. Uva�zuj�� se pouze p�r��znaky t�r�� z�akladn��ch typ�u, kter�e
se ale v praktick�ych �uloh�ach objevuj�� nej�cast�eji:

Nomin�aln�� hodnoty. Jejich mno�zina je kone�cn�a a nem�a �z�adnou vnit�rn��
strukturu. P�r��klad: f �cerven�a , zelen�a , modr�a g. Jedinou vlastnost��
nomin�aln�� hodnoty vzhledem k n�ejak�e mno�zin�e je p�r�� slu�snost �ci nep�r��-
slu�snost k t�eto mno�zin�e.

Uspo�r�adan�e hodnoty. Jejich mno�zina je takt�e�z kone�cn�a. Na mno�zin�e exis-
tuje relace uspo�r�ad�an��, d��ky n���z lze hodnoty mezi sebo u porovn�avat.
P�r��klad: f studen�e , vla�zn�e , tepl�e , hork�e g.

Re�aln�a �c��sla. Jejich mno�zina nen�� kone�cn�a. Existuj�� zde krom�e relac e uspo-
�r�ad�an�� i operace jako s�c��t�an��, n�asoben��, atd.

Aby bylo mo�zn�e klasi�ka�cn�� �ulohu �re�sit, je t�reba v�ed� et, jak�ym zp�usobem
z�avis�� t�r��da objektu na p�r��znac��ch. Trivi�aln��m z p�usobem �re�sen�� by bylo zjis-
tit a zapamatovat si tuto z�avislost pro v�sechny jednotliv�e ob jekty, kter�e se

24
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mohou objevit na vstupu klasi�k�atoru. Takov�y postup je v�et� sinou nemo�zn�y
hned ze dvou p�r���cin. Tou prvn�� je, �ze objekt�u, kter�e j e t�reba um�et klasi�kovat,
b�yv�a velk�e nebo nekone�cn�e mno�zstv��. Druhou je fakt, � ze konkr�etn�� hodnoty
p�r��znak�u obvykle neur�cuj�� t�r��du objektu jednozna� cn�e. Bud' d��ky �sumu, kter�y
zkresluje m�e�ren�� p�r��znak�u nebo proto, �ze n�ahoda je so u�c�ast�� podstaty klasi�-
kovan�eho objektu. Z t�echto d�uvod�u je t�reba nal�ezt z�a vislost t�r��dy na p�r��zna-
c��ch ve form�e obecn�eho z�akona, kter�y plat�� pro celou m no�zinu objekt�u, kter�e
se maj�� klasi�kovat. Takov�y z�akon z��sk�av�a bud' �clov�ek teoretick�ym rozborem
�ulohy a modelov�an��m nebo program, kter�y jej automatick y zji�st'uje v tzv.
procesu u�cen��. P�ri u�cen�� se programu p�redkl�ad�a s�eri e p�r��klad�u pozorov�an��
x1; x2; : : : ; xn dopln�en�a o spr�avnou klasi�kaci ka�zd�eho vzorku k1; k2; : : : ; kn .
�R��k�a se j�� tr�enovac�� mno�zina . �Ukolem programu je na z�aklad�e t�echto konkr�et-
n��ch p�r��klad�u nal�ezt obecnou vlastnost mno�ziny, ze kte r�e p�r��klady poch�azej��.
Touto vlastnost�� nemus�� b�yt nutn�e cel�y z�akon �ci model p opisuj��c�� vztah p�r��-
znak�u a t�r��dy. U�cen�� se pou�z��v�a i v p�r��padech, kdy j e model zhruba zn�am,
ale je t�reba

"
doladit\ n�ekter�e jeho parametry. Nap�r��klad se zjist��, �z e z�avislost

t�r��dy na p�r��znac��ch dob�re popisuje norm�aln�� rozd�e len�� pravd�epodobnosti, ale
je t�reba p�resn�e ur�cit jeho st�redn�� hodnotu a rozptyl. Ta kov�y postup je vhodn�y
v�zdy, kdy�z apriorn�� znalost �ulohy dovoluje

"
ru�cn�e\ odvodit vhodn�y model.

Pohodln�ym p�r��stupem k �re�sen�� klasi�ka�cn�� �ulohy je ne zab�yvat se jej�� ana-
l�yzou a prost�e vyzkou�set jeden z

"
univerz�aln��ch\ algoritm�u strojov�eho u�cen��.

Takov�e algoritmy nepot�rebuj�� krom�e tr�enovac�� mno�z iny �z�adn�e apriorn�� infor-
mace. Nejsou to ale z�azra�cn�e n�astroje schopn�e vy�re�sit jakoukoli klasi�ka�cn��
�ulohu. Teoreticky nen�� mo�zn�e vytvo�rit opravdu univer z�aln�� algoritmus, kter�y
dob�re zobec�nuje na libovoln�e tr�enovac�� mno�zin�e [24 ]. P�resto existuj�� klasick�e
algoritmy strojov�eho u�cen��, kter�e se pou�z��vaj�� ve stej n�e podob�e pro �re�sen��
mnoha r�uzn�ych klasi�ka�cn��ch �uloh. To ukazuje, �ze �rad a �uloh m�a spole�cn�e
rysy, kter�e p�reci jen dovoluj�� vytvo�rit algoritmus do ji st�e m��ry univerz�aln��.

C��lem t�eto pr�ace je vytvo�rit pr�av�e takov�y
"
univerz�aln��\ �ci alespo�n v��ce-

�u�celov�y klasi�ka�cn�� syst�em. Ten m�a b�yt schopen vytvo�r it model souvislosti
p�r��znak�u a t�r��dy na z�aklad�e dat z tr�enovac�� mno�zi ny. Vod��tkem k vytvo�ren��
modelu jsou p�ritom nejen hodnoty p�r��znak�u v tr�enovac�� mno�zin�e, ale i jejich
typy, uveden�e na za�c�atku t�eto kapitoly. Typ p�r��znaku napov��d�a, jak�e operace
nad p�r��znaky vyu�z��t v modelu hledan�e z�avislosti. Jde pr �av�e o operace a relace
de�novan�e na de�ni�cn��ch oborech p�r��znak�u.

Jak u�z bylo �re�ceno, je d�ule�zit�e vyu�z��t apriorn��ch znalosti o �uloze, pokud
existuj��. Proto se u�zivateli umo�zn�� de�novat dal�s�� ope race nad p�r��znaky, kter�e
se pak vyu�zij�� jako stavebn�� kameny cel�eho modelu. C��lem je postihnout a vy-
u�z��t p�r��padnou hrubou znalost o �uloze, kdy se nev��, jak b y m�el model celkov�e
vypadat. Pouze je zn�amo nebo se tu�s��, jak�e vlastnosti p�r�� znak�u �ci operace
nad p�r��znaky jsou podstatn�e pro spr�avn�e rozpozn�an�� t�r ��dy. Struktura mo-



KAPITOLA 2. SPECIFIKACE ZAD �AN�I 26

delu se bude hledat pomoc�� evolu�cn��ho algoritmu.
D�ule�zitou sou�c�ast�� zad�an�� �ulohy je volba hodnot��c� �ho krit�eria klasi�kace.

Asi nej�cast�eji pou�z��van�ym krit�eriem je pravd�epodobno st spr�avn�e klasi�kace,
respektive jej�� experiment�aln�e zji�st�en�y odhad. Stejn �y zp�usob hodnocen�� po-
u�z��v�a i tato pr�ace, kv�uli mo�znosti srovn�an�� s publiko van�ymi v�ysledky jin�ych
metod.

Je t�reba �r��ci, �ze toto krit�erium nen�� zdaleka jedin�e mo�zn�e. Pro n�ekter�e
�ulohy se v�ubec nehod��. Dob�re to objasn�� mal�y p�r��klad: �Ukolem je zjistit
u testovan�ych osob p�r��tomnost v�a�zn�eho onemocn�en��. Po da�r�� se z��skat kla-
si�k�ator, kter�y spr�avn�e rozhoduje u 98% p�r��pad�u. Tent o na prvn�� pohled
dobr�y v�ysledek rychle ztrat�� sv�uj lesk, zjist��-li se, �ze on emocn�en��m ve skute�c-
nosti trp�� pouze 2% testovan�ych osob. V takov�em p�r��pad�e b y dos�ahl zm��n�en�e
�usp�e�snosti i klasi�k�ator, kter�y by nez�avisle na p�r��znac ��ch prohl�asil v�sechny
testovan�e za zdrav�e. Probl�em zde spo�c��v�a v nerovnom�er n�em zastoupen�� t�r��d
v klasi�kovan�ych datech. Smyslupln�e hodnot��c�� krit�eri um mus�� b�yt formulo-
v�ano jin�ym zp�usobem. N�ekolik vhodn�ych formulac�� pro � ulohy tohoto typu je
mo�zn�e nal�ezt v knize [23].



Kapitola 3

Popis �re�sen��

Ze speci�kace v kapitole 2 vypl�yv�a, �ze hlavn��m �ukolem ko nstruovan�eho sys-
t�emu je nal�ezt z�avislost t�r��dy na p�r��znac��ch ve form� e obecn�ych z�akonitost��.
Ty maj�� b�yt reprezentov�any tak, aby bylo mo�zn�e vyu�z�� t p�r��padn�ych apri-
orn��ch znalosti o �re�sen�e �uloze. Jako vhodn�y zp�usob repr ezentace schopn�y
pojmout tyto znalosti byly zvoleny �siroce vyu�z��van�e rozhodovac�� stromy (de-
cision trees) [21]. Sekce 3.1 vysv�etluje, co jsou to rozhodovac�� stromy, jak�y
druh rozhodovac��ch strom�u pou�z��v�a tato pr�ace a jakou r oli m�a p�ri jejich
vytv�a�ren�� evoluce. Sekce 3.2 a 3.3 popisuj��

"
stavebn�� kameny\ pou�zit�ych roz-

hodovac��ch strom�u, tzv. pravidla. Sekce 3.4 popisuje zp�usob hled�an�� jednot-
liv�ych pravidel pomoc�� genetick�eho programov�an��. Ce l�y algoritmus tvorby
neboli indukce rozhodovac��ch strom�u souhrnn�e popisuje sekce 3.5. V sekci
3.6 je navr�zeno roz�s���ren�� cel�e metody, kter�e se zakl�ad�a na vyu�zit�� cel�ych sou-
bor�u rozhodovac��ch strom�u neboli les�u (forests) . C��lem tohoto roz�s���ren�� je
dos�ahnout p�resn�ej�s�� klasi�kace a omezit efekt tzv. p�reu �cen�� klasi�k�atoru.

3.1 Rozhodovac�� stromy

Rozhodovac�� strom prov�ad�� klasi�kaci na z�aklad�e n�ekol ika test�u proveden�ych
nad p�r��znaky rozpozn�avan�eho objektu. Je to acyklick�y graf, jeho�z vnit�rn�� uzly
reprezentuj�� testy prov�ad�en�e nad objekty, hrany ur�cuj �� po�rad�� prov�ad�en�� jed-
notliv�ych test�u a listy reprezentuj�� rozhodnut�� o t�r��d �e objektu. Ka�zd�y vnit�rn��
uzel m�a p�ritom pr�av�e tolik syn�u, kolik r�uzn�ych v�ysled k�u m�u�ze j��m reprezen-
tovan�y test m��t. P�ri klasi�kaci nezn�am�eho objektu se nejp rve provede test
v ko�reni stromu. Hrana p�r��slu�sn�a k v�ysledku testu ur�cuje da l�s�� test, kter�y
se provede n�asledovn�e. Takto klasi�kovan�y objekt

"
propadne\ stromem a�z

k n�ekter�emu listu, kter�y p�redpov�� jeho t�r��du.
Nej�cast�eji pou�z��van�e testy maj�� tvar podm��nek x i � c pro spojit�e atri-
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buty a x j = k pro diskr�etn�� atributy, kde x i , x j jsou atributy a c, k n�ejak�e
konstanty. Takov�e testy maj�� dva mo�zn�e v�ysledky: ano/ne, plat��/neplat��. V�y-
sledn�e rozhodovac�� stromy jsou proto bin�arn��. Stromy tohoto typu vytv�a�r��
nap�r. zn�am�y algoritmus C4.5 [22]. P�ri jejich vytv�a�re n�� pomoc�� tr�enovac�� mno-
�ziny se zpravidla postupuje od ko�rene sm�erem k list�um. Nejprve se hled�a
p�r��znak x i a konstantac tak, aby test x i � c co nejl�epe diskriminoval objekty
jednotliv�ych t�r��d. Pot�e se tr�enovac�� mno�zina podle n alezen�eho testu rozd�el��
do dvou disjunktn��ch podmno�zin. Pro ka�zdou ze z��skan�ych podmno�zin se
stejn�ym zp�usobem hled�a dal�s�� test. Tr�enovac�� mno�zina se takto rekurzivn�e
d�el��, dokud nen�� nalezena podmno�zina obsahuj��c�� pouze p�r��klady jedn�e t�r��dy
nebo dokud nen�� spln�eno n�ejak�e p�redem dan�e krit�erium ukon�cen��.

Vyjad�rovac�� schopnost pr�av�e popsan�ych strom�u nen�� p�r�� li�s velik�a. Lze ji
podstatn�e obohatit, pokud se v uzlech stromu p�ripust�� i slo�zi t�ej�s�� testy. Na-
p�r��klad aritmetick�e v�yrazy pro �c��seln�e p�r��znaky j ako nap�r. x1 � x2 sinx3 � c,
logick�e v�yrazy pro p�r��znaky kter�e nab�yvaj�� hodnot p ravda/nepravda, atd.
Stromy s takov�ymi testy se naz�yvaj�� oblique decision trees[20]. O slo�zit�ej�s��ch
testech, jejich�z v�ysledkem jsou hodnoty ano/ne, se mluv�� t�e�z jako o pravi-
dlech. Lep�s�� vyjad�rovac�� schopnost pravidel oproti jednoduch�ym test�um se
m�u�ze projevit v men�s�� velikosti vytv�a�ren�ych rozhodo vac��ch strom�u a ve vy�s�s��
p�resnosti klasi�kace. Zejm�ena pokud zvolen�y

"
vyjad�rovac�� jazyk\ pravidel do-

vol�� vystihnout speci�ck�e rysy �re�sen�e �ulohy. V t�eto pr�a ci se pou�z��vaj�� pr�av�e
takov�eto stromy s pravidly. Hled�an�� vhodn�ych pravidel slo �zit�ej�s�� struktury je
n�aro�cn�y �ukol pro heuristickou metodu: Je pot�reba zvoli t vhodn�e krit�erium
kvality pravidel a poradit si s t�e�zkou optimaliza�cn�� �ul ohou. K tomuto �u�celu
se zde pou�z��v�a genetick�e programov�an��. Krit�erium kv ality pravidel je p�ri-
tom zalo�zeno na m�e�ren�� neur�citosti, kter�a se pravidlem odstran�� z tr�enovac��
mno�ziny.

3.2 Krit�erium kvality pravidel

Krit�erium kvality pravidel mus�� odr�a�zet jejich schopno st spr�avn�e diskrimino-
vat p�r��klady v tr�enovac�� mno�zin�e, kter�e n�ale�zej� � k r�uzn�ym t�r��d�am. Zvolen�ym
krit�eriem hodnocen�� pravidel je mno�zstv�� informace o t�r��d�ach p�r��klad�u v tr�e-
novac�� mno�zin�e, kter�e pravidlo poskytuje. Jinak �re�ce no to znamen�a, �ze �uko-
lem pravidla je maxim�aln�e sn���zit neur�citost obsa�zenou v tr�enovac�� mno�zin�e.
Jej�� mno�zstv�� v bitech je mo�zn�e �c��seln�e vyj�ad�rit po moc�� Hartleyovy m��ry in-
formaceH (viz. nap�r. [18]). Toto �c��slo lze interpretovat jako d�el ku nejkrat�s��
zpr�avy (v bitech), kter�a o v�sech p�r��kladech tr�enovac� � mno�ziny �r��k�a, do jak�e
t�r��dy pat�r��. Podobn�e krit�erium pou�zil J. R. Quinlan pro algoritmus ID3 [21].

Necht' M je tr�enovac�� mno�zina o n p�r��kladech. Po�cet t�r��d, do kter�ych
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je mo�zn�e p�r��klady klasi�kovat, necht' je s. Po�cty p�r��klad�u v M n�ale�zej��c��
jednotliv�ym t�r��d�am necht' jsou n1; n2; n3; : : : ; ns. M��ra informace v mno�zin�e
je pak d�ana vzorcem:

H (M ) = �
sX

i =1

ni log2
ni

n
: (3.1)

Nav��c se de�nuje H (; ) = 0 a 0 log2 0 = 0. Minim�aln�� neur�citosti Hmin = 0
se dosahuje, pokud jsou v tr�enovac�� mno�zin�e pouze p�r��klady jedn�e t�r��dy.
Neur�citost je shora omezena hodnotouHmax = n log2 s. T�e se dosahuje, je-li
po�cet p�r��klad�u ka�zd�e t�r��dy stejn�y.

Pravidlo p rozd�eluje p�r��klady v tr�enovac�� mno�zin�e M do dvou navz�ajem
disjunktn��ch podmno�zin. Prvn�� mno�zina, zde ozna�cen�a MP , obsahuje v�sechny
p�r��klady, kter�e spl�nuj�� podm��nku pravidla. Druh�a mn o�zina, MN = M n MP ,
obsahuje p�r��klady, kter�e podm��nku nespl�nuj��. Krit�er ium kvality pravidla je
de�nov�ano jako mno�zstv�� informace I , kter�e se z��sk�a rozd�elen��m mno�ziny
M na podmno�ziny MP a MN . �R��k�a se mu informa�cn�� zisk a ud�av�a jej rovnice:

I (p) = H (M ) � H (MP ) � H (MN ): (3.2)

Rozd�elen�� tr�enovac�� mno�ziny podle maxim�aln��ho inf orma�cn��ho zisku se ty-
picky projev�� ve v�yrazn�e zm�en�e zastoupen�� p�r��klad� u jednotliv�ych t�r��d v mno-
�zin�ach MP a MN . Situaci ilustruje obr�azek 3.1. Pom�ern�e zastoupen�� prvk�u
i -t�e t�r��dy v mno�zin�e ud�av�a �c��slo pi , resp.pP

i , pN
i . Tento p�r��klad tak�e ukazuje,

jak je mo�zn�e interpretovat v�yznam pravidel. Pravidlo na obr�azku je mo�zn�e
(s jistou neur�citost��) vyj�ad�rit v�etou: Pokud p�r��znak y spl�nuj�� test, spad�a kla-
si�kovan�y objekt do t�r��dy 2 nebo 3. Nebo tak�e: Pokud p�r��z naky nespl�nuj��
test, spad�a klasi�kovan�y objekt do t�r��dy 1 nebo 3.

p
1

p
2
P

p p
32

M

pravidlo

MN
p

1
3

pP
1

pN 2
pN

3
pN

PMP

ANO NE

Obr�azek 3.1: Z�av�er pravidla implicitn�e
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3.3 Struktura pravidel

Tato sekce popisuje, co je obsahem pravidel v uzlech rozhodovac��ho stromu.
Pravidlo je v podstat�e v�yraz sestaven�y z prom�enn�ych reprezentuj��c��ch p�r��-

znaky a z oper�ator�u �ci funkc��, kter�e s p�r��znaky pracu j��. V�yraz m�u�ze pro jed-
notliv�e klasi�kovan�e objekty nab�yvat hodnoty pravdanebonepravda. Takov�y
v�yraz je mo�zn�e vyj�ad�rit pomoc�� stromu, tj. acyklick�e ho grafu. P�r��klad tako-
v�eho vyj�ad�ren�� je na obr�azku 3.2. Uzly stromu tvo�r�� symb oly dvou typ�u:
termin�aly a funkce. Termin�aly jsou symboly v listech stromu. Reprezentuj��
p�r��znaky a dal�s�� entity (nap�r. �c��seln�e konstanty), k ter�e maj�� v�yznam pro �re-
�sen�� dan�e klasi�ka�cn�� �ulohy. Mno�zina termin�al�u se zn a�c�� T. Ka�zd�y termin�al
t z mno�ziny T je charakterizov�an mno�zinou H t , sv�ym oborem hodnot. Tu
tvo�r�� v�sechny hodnoty, kter�e m�u�ze termin�al t reprezentovat. Pro termin�al
p�redstavuj��c�� p�r��znak x i tedy plat�� Hx i = X i . Funkce p�redstavuj�� operace,
kter�e je mo�zn�e prov�ad�et nad termin�aly a v�ysledky jin� ych funkc��. Tvo�r�� vnit�rn��
uzly stromu. Mno�zina funkc�� se zna�c�� F . Ka�zd�a funkce je tak�e charakteri-
zov�ana sv�ym oborem hodnot H f , tj. mno�zinou v�sech hodnot, kter�ych m�u�ze
funkce nab�yt. Dal�s�� charakteristikou funkce jsou jej�� ar gumenty, kter�ych m�u�ze
b�yt kone�cn�y po�cet, a jej�� de�ni�cn�� obor. De�ni�cn�� obor funkcef je tvo�ren sa-
dou mno�zin D f i , kter�ych je pr�av�e tolik, kolik m�a funkce argument�u. i -t�emu
argumentu funkcef se p�ridru�zuje mno�zina D i

f sdru�zuj��c�� v�sechny hodnoty,
kter�ych sm�� argument nab�yt. Ka�zd�y vnit�rn�� uzel tvo�r en�y funkc�� f m�a tolik
syn�u, kolik m�a f argument�u.

Strom nem�u�ze b�yt z prvk�u mno�zin F a T sestaven libovoln�ym zp�usobem.
Aby p�redstavoval platn�e pravidlo, mus�� b�yt spln�eny dva po �zadavky:

1. Ka�zd�a funkce dostane takov�e argumenty, kter�e n�ale�z ej�� do jej��ho de�ni�c-
n��ho oboru. To znamen�a, �ze pro termin�al t, kter�y je i -t�ym argumentem
funkce f mus�� platit H t � D i

f .

2. V ko�renov�em uzlu stromu se nach�az�� funkce, jej��m�z obo rem hodnot
H f je dvouprvkov�a mno�zina f pravda, nepravda g. To znamen�a, �ze
podm��nka mus�� b�yt bud' spln�ena nebo nespln�ena. Jin�e mo�znosti nejsou
p�r��pustn�e.

Nyn�� kr�atk�y p�r��klad pro ilustraci. Necht' objekty, kter� e se maj�� klasi�-
kovat, jsou pops�any dvojic�� �c��seln�ych p�r��znak�u x1, x2. P�redpokl�ad�a se, �ze
objekty jednotliv�ych t�r��d je mo�zn�e rozli�sit podle pra vdivosti podm��nek typu
f (x1; x2) > 0. P�ritom funkce f je nezn�amou kompozic�� sou�ct�u, rozd��l�u a sou-
�cin�u sv�ych argument�u. Mno�zina T a obory hodnot termin�al�u se de�nuje
takto:

T = f x1; x2g; Hx1 = X 1; Hx2 = X 2:
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Obr�azek 3.2: P�r��klad pravidla

Mno�zina funkc�� bude F = f + ; � ; � ; (> 0)g. Funkce (> 0) m�a jeden argu-
ment, kter�ym m�u�ze b�yt libovoln�e re�aln�e �c��slo. Jej� � n�avratov�a hodnota je
bud' pravda, pokud je argument v�et�s�� ne�z nula, nebo nepravda v opa�cn�em
p�r��pad�e. V�yznam ostatn��ch funkc�� a termin�al�u je v je jich obvykl�em smyslu
�c��seln�ych operac��. Jejich de�ni�cn�� obory a obory hodn ot jsou z�rejm�e. Ob-
r�azek 3.2 ukazuje p�r��klad platn�e podm��nky sestaven�e z d e�novan�ych funkc��
a termin�al�u.

Funkce a termin�aly tedy tvo�r�� vyjad�rovac�� jazyk pravi del, kter�ym se mo-
deluj�� z�avislosti v datech. Pomoc�� vhodn�ych termin�al�u je mo�zn�e vyj�ad�rit
r�uzn�e vlastnosti klasi�kovan�ych objekt�u a pomoc�� r�uzn� ych funkc�� zase r�uzn�e
z�avislosti v datech. Nap�r. funkce sinus m�u�ze popsat periodick�e jevy v da-
tech, funkce

"
kd � x < k h\ se hod�� k popisu shluk�u, atd. Jak�y soubor funkc��

a termin�al�u je vhodn�y, z�ale�z�� na povaze �re�sen�e �ulo hy. V ide�aln��m p�r��pad�e u�zi-
vatel syst�emu s�am de�nuje pot�rebn�e funkce a termin�aly. Ji nou mo�znost�� je
vyu�z��t z�akladn��ch funkc�� a termin�al�u, kter�e jsou v sy st�emu

"
p�redde�novan�e\

ke ka�zd�emu pou�zit�emu p�r��znaku. P�rehled o nich pod�a v�a tabulka 3.1. Pro
ka�zd�y pou�zit�y p�r��znak (at' je nomin�aln��, z uspo�r�a dan�e mno�ziny nebo �c��seln�y)
je k dispozici termin�al x, kter�y vyjad�ruje hodnotu p�r��znaku, a termin�al R,
kter�y reprezentuje n�ahodn�e vybranou konstantu z de�ni�c n��ho oboru tohoto
p�r��znaku. Pro ka�zd�y typ p�r��znaku je d�ale k dispozici f unkce =, tj. porov-
n�an�� hodnot z jeho de�ni�cn��ho oboru na ekvivalenci, kte r�a nab�yv�a logick�ych
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Typ hodnot Termin�aly Funkce
Nomin�aln�� hodnoty x, R =
Uspo�r�adan�e hodnoty x, R =, >
Re�aln�a �c��sla x, R =, > , +, � , � , sin, (> 0)
Logick�e hodnoty ^ , _, :

Tabulka 3.1: P�redde�novan�e termin�aly a funkce

hodnot f pravda; nepravdag. Pro p�r��znaky, kter�e jsou z uspo�r�adan�e mno�ziny
nebo jsou �c��seln�e, je d�ale de�nov�ana funkce porovn�an�� > , kter�a op�et nab�yv�a
logick�ych hodnot. Pouze pro �c��seln�e p�r��znaky jsou t�e� z de�nov�any aritmetick�e
operace +, � , � a funkce sinus. Aby bylo mo�zn�e vytv�a�ret v�yrazy obsahuj��c� �
jak �c��seln�e, tak i nomin�aln�� a uspo�r�adan�e p�r��znaky , de�nuj�� se je�st�e logick�e
funkce ^ , _ a : (konjunkce, disjunkce a negace). Pomoc�� nich je pak mo�zn�e
tvo�rit slo�zen�e v�yrazy, jak ukazuje p�r��klad na obr�azk u 3.3.

2

1

3

AND

= OR

¾lutá > >

+ 1

0,5 sin

x nízký

x

x

Obr�azek 3.3: P�r��klad pravidla s r�uzn�ymi typy p�r��zna k�u
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3.4 Hled�an�� pravidel pomoc�� genetick�eho pro-
gramov�an��

Hled�an�� jednotliv�ych pravidel, uzl�u rozhodovac��ho str omu, je �ukol sv�e�ren�y
evolu�cn��mu algoritmu. K tomuto �u�celu bylo zvoleno gene tick�e programov�an��.
Volba vypl�yv�a ze zp�usobu reprezentace jedinc�u pomoc�� st rom�u. Ten se velmi
dob�re hod�� pro pravidla ve tvaru, kter�y byl pops�an v sekci 3 .3. Termin�aly
a funkce pravidel mohou p�r��mo tvo�rit termin�aly a funkce genetick�eho progra-
mov�an��. Jedinou p�rek�a�zkou pou�zit�� standardn��ho al goritmu genetick�eho pro-
gramov�an�� je po�zadavek uzav�renosti mno�zin funkc�� a te rmin�al�u (viz. 1.3.1).
Lze jej obej��t pomoc�� roz�s���ren�� standardn��ho algori tmu o typovou reprezen-
taci popsanou v sekci 1.3.4. Zavedou se typy sdru�zuj��c�� funkce a termin�aly,
kter�e jsou navz�ajem kompatibiln�� ve smyslu po�zadavk�u sekc e 3.3. Nap�r��klad
�c��sla, �c��seln�e p�r��znaky a funkce, kter�e s �c��sly prac uj��. Logick�e hodnoty, logick�e
p�r��znaky a logick�e funkce. De�ni�cn�� obory a obory hodn ot funkc�� a termin�al�u
se pak vyj�ad�r�� odpov��daj��c��mi typy.

Kvalitou (�tness) jedinc�u-pravidel je informa�cn�� zisk dan �y rovnic�� 3.2. Po-
u�z��v�a se turnajov�a selekce mezi dvojicemi jedinc�u a genera�cn�� reproduk�cn��
model. Z rekombina�cn��ch oper�ator�u se pou�z��vaj�� k�r� ��zen�� s pravd�epodobnost��
0; 7, mutace s pravd�epodobnost�� 0; 1 a reprodukce (p�resn�a kopie jedince)
s pravd�epodobnost�� 0; 2. Velikost populace je voliteln�ym parametrem. Pro ob-
t���zn�ej�s�� �ulohy je v�yhodn�e pracovat s velkou popula c��. Limituj��c��m faktorem
zde b�yv�a �casov�a n�aro�cnost v�ypo�ctu, kter�a line�arn� e roste jak s velikost�� po-
pulace, tak s velikost�� tr�enovac�� mno�ziny. P�ri experim entech v kapitole 4 se
pracuje s 300� 500 jedinci v populaci.

Dal�s��m parametrem je maxim�aln�� d�elka vyv��jen�ych pr avidel. Je to nejvy�s�s��
po�cet symbol�u (termin�al�u a funkc��), kter�y m�u�ze prav idlo m��t. Tento parametr
je obdobou maxim�aln�� dovolen�e hloubky stromu, kterou omezuje velikost
jedinc�u Koza [14]. D�elka jednotliv�ych pravidel nemus�� b�yt velk�a d��ky rozlo�zen��
procesu klasi�kace do n�ekolika �urovn�� rozhodovac��m stromem. P�ri testov�an��
algoritmu na r�uzn�ych �uloh�ach (viz. kapitola 4) se osv�ed� cila d�elka 8 � 20.
Krat�s�� pravidla nemaj�� schopnost

"
adaptovat se na data\ a pro spolehliv�e

nau�cen�� del�s��ch pravidel obvykle nen�� k dispozici dostate�cn�e velk�a tr�enovac��
mno�zina. Evoluce slo�zit�ej�s��ch pravidel je nav��c �caso v�e n�aro�cn�a.

Hled�an�� pravidla se ukon�cuje, pokud je spln�ena alespo�n jedna z n�asledu-
j��c��ch podm��nek:

� Neur�citost v tr�enovac�� mno�zin�e je �upln�e odstran�ena (t o se st�av�a z�r��dka).

� Nebylo dosa�zeno zlep�sen�� po 20 generac��.

� Algoritmus b�e�zel po n generac�� (pron se pou�z��v�a v�ychoz�� hodnota 100).
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3.5 Algoritmus indukce rozhodovac��ch strom�u

Typick�y postup indukce rozhodovac��ch strom�u byl nast��n�e n u�z v �uvodn�� sekci
3.1. Jde o indukci shora dol�u, kdy se za�c��n�a hled�an��m ko� renov�eho pravidla
a postupuje se sm�erem k list�um. Takov�y algoritmus se pou�z��v�a i v t�eto pr�aci.
Jeho v�yvojov�y diagram je na obr�azku 3.4. Postupn�e rozd�eluje tr�enovac�� mno-
�zinu na st�ale men�s�� �c�asti pomoc�� pravidel, kter�a hled �a genetick�e programov�an��
tak, aby maxim�aln�e sni�zovala neur�citost obsa�zenou v rozd�elovan�ych mno�zi-
n�ach. Pravidla, kter�a jsou bl���ze ko�renu stromu, jsou nau� cena na v�et�s�� �c�asti
tr�enovac�� mno�ziny a vystihuj�� tak jej�� glob�aln�� vlast nosti. Pravidla v dal-
�s��ch patrech stromu popisuj�� lok�aln�� vlastnosti, kter�e se nepoda�rilo popsat
pomoc�� pravidel vy�s�s�� �urovn�e. S rostouc�� hloubkou ro zhodovac��ho stromu se
pravidla st�avaj�� st�ale speci�aln�ej�s��: Jsou u�cena na st�a le men�s�� �c�asti p�uvodn��
tr�enovac�� mno�ziny. T��m tak�e roste nebezpe�c��, �ze nal ezen�e pravidlo nebude
popisovat obecnou vlastnost mno�ziny, ale pouze n�ahodn�e uspo�r�ad�an�� n�eko-
lika m�alo p�r��klad�u. Tomuto efektu se �r��k�a p�reu�cen�� (over�tting) klasi�k�atoru
a jeho d�usledkem je sn���zen�a p�resnost klasi�kace. Je proto d�ule�zit�e vhodn�e
omezit

"
r�ust\ rozhodovac��ho stromu. Za t��mto �u�celem se de�nuje za stavo-

vac�� podm��nka, kter�a �r��k�a, jak�e mno�ziny se u�z nebud ou d�ale d�elit. V t�eto
pr�aci se d�elen�� ukon�cuje, pokud entropie prvk�u v mno�zi n�e klesne pod p�re-
dem stanoven�y limit nebo pokud po�cet p�r��klad�u v t�eto mn o�zin�e klesne pod
p�redem stanoven�e procento velikosti cel�e tr�enovac�� mno�ziny. Entropie S mno-
�ziny M o n prvc��ch je pr�um�ern�a hodnota neur�citosti v mno�zin�e p� ripadaj��c��
na jeden p�r��klad:

S(M ) =
H (M )

n
: (3.3)

Je-li pro n�ejakou podmno�zinu M tr�enovac�� mno�ziny spln�ena zastavovac��
podm��nka, je t�reba vytvo�rit list stromu. To znamen�a rozho dnout o t�r��d�e
objekt�u, kter�e

"
propadnou\ rozhodovac��m stromem do stejn�eho m��sta jako

p�r��klady v M . Celkem p�rirozen�e se vybere t�r��da, kter�a m�a mezi p�r�� klady
v M nejsiln�ej�s�� zastoupen��.

3.6 Lesy

L. Breiman navrhl v [4] jednoduchou univerz�aln�� metodu pro zlep�sen�� p�res-
nosti klasi�kace, kterou nazvalbootstrap aggregation, zkr�acen�e bagging. Me-
toda se zakl�ad�a na sdru�zen�� n�ekolika klasi�k�ator�u do sou boru, ve kter�em se
rozhoduje o t�r��d�e spole�cn�e pomoc�� v�et�sinov�e volby. V anglicky psan�e lite-
ratu�re se takov�y soubor klasi�k�ator�u nej�cast�eji naz�yv� a ensemble. Speci�aln�e
pro rozhodovac�� stromy se pou�z��v�a term��n les.
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Obr�azek 3.4: Algoritmus indukce rozhodovac��ho stromu

My�slenka t�eto metody je jednoduch�a. P�redpokl�ad�a se, �z e pravd�epodob-
nost spr�avn�e klasi�kace je u jednotliv�ych klasi�k�ator�u vy �s�s�� (alespo�n lehce)
ne�z 0; 5. To znamen�a, �ze spr�avn�e zobec�nuj�� vlastnosti v�et�s�� �c�asti tr�enovac��
mno�ziny. Dal�s��m p�redpokladem je, �ze klasi�k�atory jsou navz�ajem v�yrazn�e
odli�sn�e. Jinak �re�ceno, �ze na �spatn�e zobecn�en�ych �c� astech tr�enovac�� mno�ziny
d�avaj�� r�uznorod�e v�ysledky. Za t�echto p�redpoklad�u j e pravd�epodobn�e, �ze se
chyby klasi�kace d��ky hlasov�an�� vz�ajemn�e potla�c��.

Metoda bagging dosahuje r�uznorodosti jednotliv�ych klasi�k �ator�u jejich
u�cen��m na odli�sn�ych mno�zin�ach, jak�ychsi

"
obm�en�ach\ tr�enovac�� mno�ziny.

Tyto mno�ziny (angl. bootstrap replicates) jsou stejn�e velk�e jako p�uvodn�� tr�e-
novac�� mno�zina a jsou tvo�reny prvky, kter�e se vyb��raj�� n �ahodn�e a s navra-
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cen��m (opakov�an��m) z p�uvodn�� tr�enovac�� mno�ziny. M etoda d�ale p�redpokl�ad�a
pou�zit�� nestabiln��ho algoritmu pro tvorbu klasi�k�ator� u. To znamen�a, �ze mal�a
zm�ena zp�usoben�a v tr�enovac�� mno�zin�e zp�usob�� velkou zm�enu v�ysledn�eho kla-
si�k�atoru. Stabiln�� algoritmus nen�� pro tuto metodu vhod n�y. P�ri jeho pou�zit��
je pravd�epodobn�e, �ze se p�resnost klasi�kace naopak sn���z�� [4].

Evolu�cn�� algoritmy svou nestabilitou p�r��mo vynikaj��. Ne jsou determinis-
tick�e, tak�ze tvo�r�� p�ri ka�zd�em b�ehu odli�sn�y klasi�k �ator, i kdy�z u�cen�� prob��h�a
na stejn�e tr�enovac�� mno�zin�e. Aby se tato vlastnost mohla pro jevit je�st�e v�y-
razn�eji, byl navr�zen n�asleduj��c�� postup vytv�a�ren�� j ednotliv�ych strom�u lesa.

Metoda indukce rozhodovac��ch strom�u popsan�a v sekci 3.1 vytv�a�r�� nejprve
ko�renov�e pravidlo, kter�e siln�e ovliv�nuje, jak budou vy padat pravidla v dal-
�s��ch patrech stromu. Zm�enou ko�renov�eho pravidla je tak mo�zn�e dos�ahnout
podstatn�e zm�eny struktury cel�eho stromu, zvl�a�st�e u strom� u men�s�� hloubky.

Proto se ko�renov�a pravidla jednotliv�ych strom�u lesa c��le n�e hledaj�� tak,
aby byla vz�ajemn�e co nejv��ce odli�sn�a. V krit�eriu kvali ty ko�renov�ych pravidel
se zohled�nuje, jak je vyv��jen�e pravidlo odli�sn�e od ostatn��ch, d�r��ve z��skan�ych
ko�renov�ych pravidel. Odli�snost pravidel se ch�ape tak, �ze ka�zd�e odstra�nuje

"
jinou �c�ast\ neur�citosti v tr�enovac�� mno�zin�e. Postup hl ed�an�� ko�renov�ych pra-

videl vypad�a n�asledovn�e:
Ko�renov�e pravidlo prvn��ho stromu lesa se hled�a podle standardn��ho krit�e-

ria: M�a maximalizovat informa�cn�� zisk na tr�enovac�� mno �zin�e. Ko�renov�e pravi-
dlo druh�eho stromu se hled�a podle pozm�en�en�eho krit�eria : m�a minimalizovat
neur�citost, kter�a nebyla odstran�ena prvn��m pravidlem. T edy: D�el��-li prvn��
pravidlo tr�enovac�� mno�zinu M na podmno�ziny MP 1 a MN 1, je �ukolem dru-
h�eho pravidla maximalizovat informa�cn�� zisk I (MP 1) + I (MN 1). Ko�renov�e
pravidlo t�ret��ho stromu m�a minimalizovat neur�citost, kt er�a nebyla odstra-
n�ena pravidlem z prvn��ho ani druh�eho stromu, atd. Pozm�en�en�e krit�erium
pro ko�renov�e pravidlo i -t�eho stromu lze vyj�ad�rit jako

J (pi ) = min
j � i � 1

f I (MP j ) + I (MNj )g; i = 2; : : : ; R; (3.4)

kde MP j , MNj jsou mno�ziny, na kter�e ko�renov�e pravidlo j -t�eho stromu
rozd�eluje tr�enovac�� mno�zinu. Index j prob��h�a p�res v�sechna pravidla vytvo�ren�a
p�red pravidlem pi .

Existuj�� i metody, kter�e umo�z�nuj�� z��skat odli�sn�a prav idla v r�amci jedn�e
populace evolu�cn��ho algoritmu. Jsou zn�am�e jako crowding, �tness sharing
a jejich kombinace [11]. Jejich my�slenkou je sn���zen�� kvality jedinc�u, kte�r��
vzorkuj�� stejnou oblast prohled�avan�eho prostoru. T��m se zamez�� konvergenci
populace k jedin�emu �re�sen�� a podn��t�� se prohled�av�an� � jin�ych �c�ast�� prostoru.
Populace tak i po �rad�e generac�� obsahuje v�yrazn�e odli�sn�e jednice vysok�e
kvality, kte�r�� reprezentuj�� r�uzn�a alternativn�� �re �sen��. Nev�yhodou t�echto metod
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jsou vysok�e v�ypo�cetn�� n�aroky. P�ri ohodnocen�� jedince je toti�z t�reba zji�st'ovat
m��ru jeho podobnosti s ostatn��mi jedinci v populaci. Z tohoto d�uvodu byla
d�ana p�rednost d�r��ve popsan�e metod�e.



Kapitola 4

Experimenty

Tato kapitola dokumentuje experimenty proveden�e se syst�emem. N�ekolik prv-
n��ch experiment�u n�azorn�ym zp�usobem demonstruje z�akla dn�� vlastnosti sys-
t�emu. V sekci 4.1 je uk�az�ano, jak vypad�a hled�an�� pravid la podle krit�eria
maxim�aln��ho informa�cn��ho zisku pomoc�� genetick�eho p rogramov�an��. V sekci
4.2 se ukazuje, jak�y vliv m�a volba vhodn�ych �ci nevhodn�yc h funkc�� a termi-
n�al�u na vlastnosti rozhodovac��ho stromu. Sekce 4.3 dokl�ad�a zv�y�sen�� p�resnosti
p�ri klasi�kaci pomoc�� les�u oproti pou�zit�� jednotliv�y ch strom�u.

Dal�s�� experimenty se pokou�sej�� odpov�ed�et na vybran�e o t�azky motivovan�e
snahou o optim�aln�� vyu�zit�� v�ypo�cetn��ch prost�redk�u a vytv�a�ren�� p�resn�ych kla-
si�k�ator�u. Sekce 4.4 srovn�av�a t�ri postupy tvo�ren�� lesa. V prvn��m p�r��pad�e se
jednotliv�e stromy lesa vytv�a�ren�� zcela nez�avisle. Ve dru h�em p�r��pad�e se ko-
�renov�a pravidla jednotliv�ych strom�u tvo�r�� tak, aby by la navz�ajem v�yrazn�e
odli�sn�a, za cenu del�s�� doby v�ypo�ctu. Ve t�ret��m p�r�� pad�e se pou�z��v�a metoda
baggingnavr�zen�a v [4]. Kter�y postup vede k nejmen�s��m chyb�am kl asi�kace?
Zbyte�cn�e vysok�a chybovost klasi�kace m�u�ze b�yt zp�usoben a p�reu�cen��m klasi-
�k�atoru. Sekce 4.5. ukazuje, �ze pou�zit��m les�u se d�a efe kt p�reu�cen�� omezit.

Posledn�� �c�ast�� t�eto kapitoly je srovn�an�� s jin�ymi publ ikovan�ymi metodami
na voln�e dostupn�ych datech z medic��nsk�eho prost�red�� v sekci 4.6.

V�sechny voliteln�e parametry syst�emu a podrobnosti o zp�usobu testov�an��
jsou pro ka�zd�y experiment uvedeny v tabulce jednotn�eho tvaru (nap�r��klad
tabulka 4.2). Prvn�� �cty�ri �r�adky tabulky charakterizu j�� klasi�kovan�a data: po-
�cet t�r��d, relativn�� zastoupen�� p�r��klad�u jednotliv �ych t�r��d a velikosti mno�zin
pro u�cen�� a ov�e�rov�an�� p�resnosti klasi�kace. Dal�s��ch p�et �r�adk�u obsahuje pa-
rametry genetick�eho programov�an��: Pou�zit�e termin�a ly a funkce, maxim�aln��
povolenou d�elku vyv��jen�ych pravidel, velikost populace a maxim�aln�� po�cet
generac��, po kter�y sm�� evoluce prob��hat. Na dal�s��m �r�a dku je zastavovac�� pod-
m��nka, kter�a �r��d�� ukon�cen�� r�ustu rozhodovac��ho str omu. P�ri jej��m spln�en��
nedojde k dal�s��mu rozd�elen�� pr�av�e zpracov�avan�e �c �asti tr�enovac�� mno�ziny.

38
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K vyj�ad�ren�� podm��nky se pou�z��v�a entropie zpracov�av an�e mno�ziny S a pom�er
velikosti zpracov�avan�e mno�ziny k velikosti cel�e tr�enov ac�� mno�ziny r . K ex-
periment�aln��mu zji�st�en�� p�resnosti klasi�k�atoru se pou� z��v�a testovac�� mno�zina.
�Udaje o p�resnosti uveden�e u jednotliv�ych experiment�u jsou pr�um�ern�e hod-
noty z n�ekolika nez�avisl�ych b�eh�u programu. V ka�zd�em b �ehu jsou v�sechna
data n�ahodn�e rozd�elena do tr�enovac�� a testovac�� mno�z iny. Po�cet b�eh�u ud�av�a
posledn�� �r�adek tabulky.

4.1 Demonstrace evoluce pravidel podle in-
forma�cn��ho zisku

Pro tuto n�azornou uk�azku poslou�zila um�ele vytvo�ren�a d ata, kter�a vzorkuj��
dv�e t�rikr�at zapleten�e spir�aly. Ka�zd�a spir�ala p�redst avuje jednu t�r��du dat.
Na obr�azku 4.1 je zachycena evoluce ko�renov�eho pravidla rozhodovac��ho
stromu pomoc�� nejlep�s��ch pravidel z vybran�ych generac��. Tmav�e a sv�etl�e
oblasti zn�azor�nuj��, jak pravidlo rozd�eluje prostor p�r� �znak�u X � Y. V ka�zd�e
oblasti p�revl�adaj�� v�zdy prvky jedn�e t�r��dy.

Jedn�a se o typick�y pr�ub�eh v�yvoje pravidla. Analytick�e v yj�ad�ren�� zobra-
zen�ych pravidel shrnuje tabulka 4.1. V tabulce 4.2 jsou uvedeny parametry
syst�emu. Termin�al R zde p�redstavuje konstantu, n�ahodn�e zvolen�e z inter-
valu h� 5; 5i . Logick�a funkce (> 0) je pravdiv�a, pokud je jej�� jedin�y �c��seln�y
argument v�et�s�� ne�z nula.

generace podm��nka pravidla

1 y(x � xy + x)(x + y(� 1; 137� 2:984)(y � 5; 576)2; 401)> 0

5 x(yx + ( x + y(� 1; 138� 2; 984)(y � 5; 576)2; 401)) > 0

10 y(x � x + 0; 9013 +x)(x + y(� 1; 13769� 2; 984)(y � 5; 576)2; 401)> 0

14 9; 513(� 0; 216(5; 020� x) + x)(x + ( x + ( y � 2; 984)2; 401)2; 401)> 0

16 y(0; 951 + x)( � 0; 216yy(x + y) + x)(yx + � 0; 556)> 0

24 (x + ( � 0; 5560; 401))((x � 7; 458) + (x + y2; 401)y)(yx + � 0; 556)> 0

34 x(yx + � 0; 556)(� 0; 216y(x + y)(x + y) + x)x > 0

46 � 0; 184(yx + � 0; 556)(� 0; 216y(y + x)(1; 014 + x) + x)x > 0

Tabulka 4.1: Podm��nky pravidel z obr�azku 4.1
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Obr�azek 4.1: Typick�y pr�ub�eh evoluce ko�renov�eho prav idla
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Po�cet t�r��d 2
Distribuce p�r��klad�u 50%, 50%
Tr�enovac�� mno�zina 320
Testovac�� mno�zina 80
Termin�aly T = f x; y; Rg
Funkce F = f + ; � ; � ; (> 0)g
Max. d�elka pravidla 16
Velikost populace 300
Max. generac�� na pravidlo 50
Zastavovac�� podm��nka S < 0; 9 _ r < 0; 1
Po�cet b�eh�u 30

Tabulka 4.2: Parametry experimentu v sekci 4.1

4.2 Vliv termin�al�u a funkc�� na vlastnosti roz-
hodovac��ho stromu

Obr�azek 4.2 ukazuje vliv vhodn�e zvolen�ych funkc�� a termin�al�u na velikost
a p�resnost rozhodovac��ho stromu. Pou�zit�e funkce a termin�aly jsou v tabulce
4.4. V p�r��pad�e a) se pou�z��vaj�� pouze

"
standardn��\ operace nad �c��seln�ymi p�r��-

znaky x, y. Takov�a pravidla z�rejm�e nemohou v�ysti�zn�e a jednodu�se popsat
vlastnosti mno�ziny p�r��klad�u. V�ysledn�e rozhodovac�� str omy proto maj�� v�et�s��
hloubku, jak je vid�et na obr�azku, a men�s�� p�resnost.

P�r��pad b) zohled�nuje apriorn�� znalost kruhov�e symetrie v datech. V�et�s��
vypov��dac�� hodnotu o t�r��d�e m�a pravd�epodobn�e

"
polom�er\ � =

p
x2 + y2 a po-

l�arn�� �uhel ' = arctg y
x . Tyto symboly tedy v mno�zin�e T nahrad�� p�uvodn�� x,

y. Ze stejn�eho d�uvodu se p�uvodn�� mno�zina funkc�� F obohat�� o funkci sinus.
V�ysledky srovn�an�� ukazuje tabulka 4.3, v pr�um�ern�ych ho dnot�ach ze 60

nez�avisl�ych b�eh�u programu. Nejv�yznamn�ej�s�� rozd��l je ve velikosti rozhodova-
c��ch strom�u. Tam se nejv��ce projevuje, �ze termin�aly a fun kce v p�r��pad�e b) jsou
vhodn�ej�s�� pro �re�senou �ulohu. Rozd��ly v p�resnosti nejso u velk�e (tabulka ud�av�a
5% interval spolehlivosti). Uspo�r�ad�an�� pravidel do rozhod ovac��ho stromu d�el�a
klasi�k�ator robustn��m, co�z m�u�ze

"
zachr�anit situaci\ s nevhodn�e zvolen�ymi

mno�zinami funkc�� a termin�al�u.

a) b)
Pr�um. p�resnost klasi�kace 95; 58� 4; 28% 98; 75� 2; 20%
Pr�um. po�cet pravidel v rozh. stromu 16; 13 3; 83
Pr�um. d�elka pravidla 10; 78 11; 53

Tabulka 4.3: Srovn�an�� vlastnost�� klasi�k�ator�u v sekci 4.2
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x1-x2*(x1-4.64005)-
4.69323*x2 > 0

x1+0.0411172-
x1+x2-x1*x2 > 0

P

1

N

0

P

(x1*x1-x2)*2.58294*x1-x2 > 0

N

1

P

x2+(x1*(x2+x1)*x2+-2.94845) > 0

N

0

P

x1-x2*(x2-
x1*x1) > 0

N

(x1*(0.750188-x2))*
(3.51577+-4.95693*x1) > 0

P

1

N

(x2*x2-0.26065)*
(x2*x1+-0.33062) > 0

P

(x1-0.812966)*
4.45069*1.58117*x2*x2 > 0

N

x1+x2+x2-2.32342+
2.76128*x2 > 0

P

(x2*x2-x1)*x2*x1 > 0

N

(-1.27529-
x1-x1*3.90781)*
(x1-0.326816) > 0

P

-4.34666+3.89474+
(3.89474+x2)*

x1*x2 > 0

N

1

P

0

N

0

P

x1*(x1+x1+
x2*2.08394)-x1 > 0

N

1

P

0

N

1

P

0

N

1

P

0

N

a)

(x2*-4.48495+x1)*
(-0.438516+x2+x1) > 0

0

P

3.24705*x1-
(x2+x1)*x2*x2 > 0

N

x2+-3.85318*x1+
x2*x2 > 0

P

1

N

0

P

(x2-0.89883)*
(x1-x2+x1*x2) > 0

N

1.37466+x1*4.69929-
x2*0.853501*4.69929 > 0

P

(0.901706-x1)*
(x1-0.901706*0.901706) > 0

N

1

P

0

N

1

P

(x1+-0.723081)*
(x2-0.74731)*

x1*x1 > 0

N

(-1.13256+x1+x2)*
(x2+-0.502087) > 0

P

-0.279877+
x1*(x2+x2*x1)*x1 > 0

N

(x2-0.253852)*
x2*(x2*x1-0.186767) > 0

P

(x1*1.37252+x2)*
x1*x1-x2 > 0

N

(x1+-0.434251-x2)*
(x2+x2-x1) > 0

P

(-0.315634-4.94379)*
x2*-0.0934023+
(0.31108-x1) > 0

N

x2+x2+x2+
(x1*x2+-0.726968) > 0

P

(x2+x1)*x2*x2+
x2-0.743238 > 0

N

0

P

-0.854546+
(x1+x1)*x2+x1+x1 > 0

N

1

P

0

N

(x2+x1*x1*-1.57764)*
(x2-x1) > 0

P

1

N

1

P

0

N

0

P

1

N

1

P

0

N

0

P

1

N

-(-0.790225+sin(fi)) > 0

sin(sin(sin(fi)-sin(ro)))
*(0.405781-ro) > 0

P

1

N

0

P

sin(2.98547+ro)
*(-3.38968*ro--0.93076)*fi > 0

N

sin(fi)*4.38222*(ro-fi)
+0.0199543+ro > 0

P

sin(ro-sin(-4.05618*ro
*sin(-1.14657)*fi)) > 0

N

sin(sin(ro))-sin(4.26913
*1.60861*-2.21052*ro) > 0

P

0

N

1

P

0

N

sin(ro-3.25639)
-(ro+3.25639*fi)*fi > 0

P

0

N

0

P

1

N

sin(sin(ro*-4.55628*-4.99888))

b)

sin(fi-ro+ro*(-3.66052+-2.50252)
*3.99761) > 0

1

P

0

N

Obr�azek 4.2: Vliv volby funkc�� a termin�al�u na rozhodovac �� strom
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Po�cet t�r��d 2
Distribuce p�r��klad�u 50%, 50%
Tr�enovac�� mno�zina 320
Testovac�� mno�zina 80
Termin�aly Ta = f x; y; Rg

Tb = f �; '; R g
Funkce Fa = f + ; � ; � ; (> 0)g

Fb = f + ; � ; � ; (> 0); sing
Max. d�elka pravidla 18
Velikost populace 300
Max. generac�� na pravidlo 100
Zastavovac�� podm��nka S < 0; 9 _ r < 0; 1
Po�cet b�eh�u 60

Tabulka 4.4: Parametry experiment�u v sekci 4.2

4.3 Demonstrace klasi�kace pomoc�� lesa

Na obr�azku 4.3 je n�azorn�e uk�az�an rozd��l mezi klasi�kac� � pomoc�� jednotliv�ych
strom�u a klasi�kac�� pomoc�� lesa. Prvn��ch sedm obr�azk�u uka zuje model dat
vytvo�ren�y jednotliv�ymi stromy. Termin�aly a funkce jsou z �am�ern�e zvoleny
nevhodn�e (viz. tab 4.5), aby jednotliv�e stromy nemohly jednodu�se postihnout
data. Ka�zd�y strom se skl�ad�a v pr�um�eru z 18 pravidel a �z�ad n�y neklasi�kuje
data bezchybn�e.

Osm�y obr�azek v prav�em doln��m rohu ukazuje model, kter�y se z��sk�a pomoc��
lesa, tj. jako v�ysledkem klasi�kace je t�r��da, pro kterou se rozhoduje v�et�sina
strom�u. Je vid�et, �ze t��mto zp�usobem se

"
vyhlad��\ hrub�e chyby jednotliv�ych

strom�u. Kontura zde p�ripom��n�a spir�aly l�epe ne�z u kter� ehokoli ze strom�u.
Zlep�sen�� nast�av�a, proto�ze jednotliv�e stromy klasi�kuj� � p�rev�a�zn�e spr�avn�e a z�a-
rove�n d�elaj�� chyby na r�uzn�ych m��stech.

4.4 Srovn�an�� metod pro vytv�a�ren�� les�u

Aby lesy klasi�kovaly s vy�s�s�� p�resnost�� ne�z jednotliv�e str omy, je d�ule�zit�e, aby
byly slo�zeny z v�yrazn�e odli�sn�ych strom�u. K vytv�a�ren�� pravidel se pou�z��v�a
nedeterministick�y algoritmus, tak�ze je mo�zn�e vytv�a�re t odli�sn�e stromy bez
jak�ychkoli zm�en v tr�enovac�� mno�zin�e �ci v algoritmu u �cen��. V sekci 3.6 byla
navr�zena metoda, kter�a m�a tuto vlastnost je�st�e pos��lit: Ko�renov�a pravidla
jednotliv�ych strom�u lesa vytv�a�r�� podle speci�aln��ho kr it�eria, kter�e zaru�c��, �ze
budou vz�ajemn�e v�yrazn�e odli�sn�a. Experiment v t�eto sek ci ov�e�ruje schopnosti
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Obr�azek 4.3: Klasi�kace jednotliv�ymi stromy a lesem
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Po�cet t�r��d 2
Distribuce p�r��klad�u 50%, 50%
Tr�enovac�� mno�zina 320
Testovac�� mno�zina 80
Termin�aly T = f x; y; Rg
Funkce F = f + ; � ; � ; (> 0)g
Max. d�elka pravidla 8
Velikost populace 300
Max. generac�� na pravidlo 50
Zastavovac�� podm��nka S < 0; 9 _ r < 0; 1
Po�cet b�eh�u 60

Tabulka 4.5: Parametry experimentu v sekci 4.3

t�eto metody. Pro �u�cely experimentu byl um�ele vytvo�ren soubor dat se dv�ema
�c��seln�ymi p�r��znaky x, y, kter�e popisuj�� t�ri r�uzn�e t�r��dy c1, c2, c3. Data jednot-
liv�ych t�r��d poch�azej�� z r�uzn�ych sm�es�� Gaussovsk�ych r ozd�elen��:

p(x; yjci ) =
X

j

kij N (� ij ; � ij ):

Na obr�azku 4.4 je vzorek vytvo�ren�ych dat. Symboly � , � a � p�redstavuj��
vzorky jednotliv�ych t�r��d. Je vid�et, �ze t�r��dy nejsou n avz�ajem dokonale separo-
vateln�e. V optim�aln��m p�r��pad�e lze dos�ahnout p�resnost i klasi�kace cca 95%.
Na t�echto datech byla srovn�ana p�resnost klasi�kace les�u vytv �a�ren�ych t�remi
r�uzn�ymi metodami. V prvn��m p�r��pad�e byly lesy slo�zeny z nez�avisle vytvo�re-
n�ych strom�u, kter�e byly u�ceny na stejn�e tr�enovac�� mno� zin�e. Ve druh�em p�r��-
pad�e byla pou�zita metoda bagging, (viz. 3.6). Ve t�ret��m p�r��pad�e byla pou�zita
metoda navr�zen�a v sekci 3.6, kter�a vytv�a�r�� stromy s v�yr azn�e odli�sn�ymi ko-
�renov�ymi pravidly. Graf na obr�azku 4.5 dokumentuje v�ysl edky experimentu.
Parametry syst�emu p�ri experimentu jsou uvedeny v tabulce 4.6.

Ze srovn�an�� nejl�epe vych�az�� metoda s odli�sn�ymi ko�ren ov�ymi pravidly.
Zlep�sen�� se u n�� projevuje u�z p�ri mal�em po�ctu strom�u v le se. D�uvodem je
z�rejm�e nejv�yrazn�ej�s�� tlak na odli�snost jednotliv�yc h strom�u lesa. Jej�� nev�yho-
dou jsou zv�y�sen�e v�ypo�cetn�� n�aroky spojen�e s v�ypo�cte m slo�zit�ej�s��ho krit�eria
kvality pravidel. V�yhody t�eto metody se proto nejv��ce pro jev�� p�ri vytv�a-
�ren�� les�u men�s�� velikosti, zhruba 10 strom�u. Bagging do sahuje lehce hor�s��ho
v�ysledku. Je patrn�e, �ze l�epe funguje p�ri v�et�s�� velik osti lesa. Tuto nev�yhodu
kompenzuj�� ni�z�s�� v�ypo�cetn�� n�aroky oproti p�redch oz�� metod�e. Podle o�cek�av�an��
dopadla nejh�u�re metoda vytv�a�ren�� strom�u nez�avisle a n a st�ale stejn�e tr�eno-
vac�� mno�zin�e. K men�s��mu zlep�sen�� ale p�resto doch�az� �. To ukazuje na mo�znost
vyu�zit�� evolu�cn��ch algoritm�u jako

"
gener�ator�u alternativn��ch hypot�ez\. Obr�a-
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Obr�azek 4.4: Um�el�a data k experimentu v sekci 4.4
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Po�cet t�r��d 3
Distribuce p�r��klad�u 33%, 33%, 33%
Tr�enovac�� mno�zina 800
Testovac�� mno�zina 200
Termin�aly T = f x; y; Rg
Funkce F = f + ; � ; � ; sin; (> 0)g
Max. d�elka pravidla 5
Velikost populace 300
Max. generac�� na pravidlo 50
Zastavovac�� podm��nka S < 0; 9 _ r < 0; 1
Po�cet b�eh�u 20

Tabulka 4.6: Parametry experimentu v sekci 4.4

zek 4.6 n�azorn�e ukazuje rozd��l mezi stromy s odli�sn�ymi ko�renov�ymi pravidly
4.6(a) a nez�avisle vytv�a�ren�ymi stromy 4.6(b). Rozd�elen �� prostoru p�r��znak�u
ko�renov�ym pravidlem je zn�azorn�eno �cernou �carou.

4.5 M�u�ze les potla�cit efekt p�reu�cen��?

Indukce rozhodovac��ho stromu se zastavuje, pokud se (zhruba �re�ceno) od-
stran�� p�redem zadan�e mno�zstv�� neur�citosti z tr�enovac� � mno�ziny. Tak je mo�zn�e
vytvo�rit rozhodovac�� stromy, kter�e jsou m�en�e �ci v��ce a daptov�any na data
v tr�enovac�� mno�zin�e. M��ra adaptace se projevuje n��zko u, resp. vysokou p�res-
nost�� klasi�kace na tr�enovac�� mno�zin�e. P�ri n��zk�em stu pni adaptace na tr�e-
novac�� mno�zinu strom dosahuje tak�e n��zk�e p�resnosti klasi� kace na testovac��
mno�zin�e. Zvy�sov�an��m m��ry adaptace na tr�enovac�� mno �zinu se nejprve do-
s�ahne zlep�sen�� p�resnosti na testovac�� mno�zin�e. Po p�resa�zen�� ur�cit�e meze se
v�sak za�cne projevovat efekt p�reu�cen�� popsan�y v sekci 3.5: P�resnost na testo-
vac�� mno�zin�e kles�a, i kdy�z p�resnost na tr�enovac�� mno�z in�e d�ale roste. Opti-
m�aln�� m��ru adaptace stromu na data nen�� snadn�e p�redem od hadnout. Ukazuje
se [9], �ze klasi�kace pomoc�� v�et�sinov�eho hlasov�an�� v soub oru klasi�k�ator�u m�a
schopnost p�reu�cen�� omezit. Experiment v t�eto sekci se sna�z�� ov�e�rit tuto po-
zitivn�� vlastnost u metody vytv�a�ren�� les�u navr�zen�e v se kci 3.6. Pro �u�cely
experimentu poslou�zila datab�aze po�r��zen�a pro diagnostiku cukrovky, kter�a je
bl���ze pops�ana (pod ozna�cen��m Pima) v n�asleduj��c�� sekc i.

Byla srovn�ana p�resnost klasi�kace strom�u a les�u r�uzn�e adap tovan�ych
na data v tr�enovac�� mno�zin�e. M��ra adaptace byla kontro lov�ana zastavovac��
podm��nkou S < c. K zastaven�� r�ustu stromu v indukovan�em uzlu tedy do�slo,
pokud zbytkov�a entropie p�r��slu�sn�e �c�asti tr�enovac�� m no�ziny klesla pod hod-
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(a) metoda odli�sn�ych ko�renov�ych pravidel (b) nez�avisle vytv�a�ren�e stromy

Obr�azek 4.6: stromy lesa p�ri r�uzn�ych zp�usobech vytv�a�re n�� ko�ren�u
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Obr�azek 4.7: Efekt p�reu�cen�� pro stromy a lesy

notu c. V�ysledky experimentu ukazuje graf na obr�azku 4.7. Plnou �carou je
vyzna�cena pr�um�ern�a chyba klasi�kace strom�u na tr�enova c�� mno�zin�e. �C�arko-
van�e se zna�ckami � je vyzna�cena pr�um�ern�a chyba klasi�kace na testovac��
mno�zin�e. Pr�ub�ehy dokl�adaj��, �ze pro n��zk�e hodnoty zbytkov�e entropie S do-
ch�az�� k p�reu�cen��. Optim�aln�� mez adaptace z�rejm�e l e�z�� okolo hodnoty S = 0; 7
bitu/p�r��klad.

�C�arkovan�y pr�ub�eh se zna�ckami � ozna�cuje pr�um�ernou chybu klasi�kace
les�u o 11 stromech na testovac�� mno�zin�e. Krom men�s�� chyb y klasi�kace se
projevuje men�s�� citlivost jak na p�reu�cen��, tak na nedou �cen��. Tato vlastnost
je l�epe vid�et z grafu na obr�azku 4.8. Graf ukazuje relativn�� zm�enu chyby
klasi�kace vzhledem k nejlep�s�� dosa�zen�e hodnot�e. U strom�u je relativn�� n�ar�ust
chyby klasi�kace kv�uli p�reu�cen�� p�ribli�zn�e dvojn�aso bn�y v porovn�an�� s lesy.
Lesy vytv�a�ren�e metodou navr�zenou v sekci 3.6 tedy maj�� schopnost potla�cit
efekt p�reu�cen��.

4.6 Srovn�an�� s jin�ymi metodami klasi�kace

V t�eto sekci je zdokumentov�ano srovn�an�� syst�emu, co do p�resnosti klasi�kace,
s jin�ymi metodami. Srovn�an�� je provedeno na voln�e dostupn�ych datech z ob-
lasti l�eka�rsk�e diagnostiky. T�ri ze �cty�r pou�zit�ych dat ab�az�� poch�azej�� z archivu
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Obr�azek 4.8: Citlivost na p�reu�cen�� u strom�u a les�u

Po�cet t�r��d 2
Distribuce p�r��klad�u 65%, 35%
Tr�enovac�� mno�zina 615
Testovac�� mno�zina 153
Termin�aly T = f x; y; Rg
Funkce F = f + ; � ; � ; sin; (> 0)g
Max. d�elka pravidla 10
Velikost populace 300
Max. generac�� na pravidlo 50
Zastavovac�� podm��nka viz. popis v sekci 4.5
Po�cet b�eh�u 20

Tabulka 4.7: Parametry experimentu v sekci 4.5
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jm�eno po�cet vzork�u po�cet atribut�u po�cet t�r��d zastoupen�� t�r��d
Pima 768 8 2 65% / 35%
Heart 920 13 2 44% / 56%
Breast 699 10 2 65% / 35%
EKG 82 4 2 22% / 78%

Tabulka 4.8: P�rehled pou�zit�ych dat

University of California, Irvine [2], kde je tak�e mo�zn�e z�� skat jejich podrobn�y
popis. Posledn�� soubor dat byl vyu�zit ve srovn�avac�� studii metod strojov�eho
u�cen�� pro klasi�kaci EKG sign�al�u [16]. Z�akladn�� �udaje o datab�az��ch obsahuje
tabulka 4.8. Zde n�asleduje jejich stru�cn�y popis.

Pima. Data byla po�r��zena za �u�celem diagnostiky cukrovky u Indi �an�u z ob-
lasti Pima v Arizon�e. Ka�zd�y vzorek obsahuje 8 �c��seln�ych p� r��znak�u -
osobn��ch dat a v�ysledk�u l�eka�rsk�ych test�u. Vzorky jsou rozd �eleny do dvou
t�r��d: m�a cukrovku/zdrav�y.

Heart. Tato datab�aze byla po�r��zeny za �u�celem diagnostiky nemoci v�en�cit�e
tepny (u zdroje [2] bl���ze nespeci�kovan�e). 13 p�r��znak� u popisuje osobn��
data pacient�u, jejich subjektivn�� popis probl�em�u a v�ysl edky l�eka�rsk�ych
test�u. T�r��dy jsou dv�e: trp�� nemoc�� / netrp�� nemoc��.

Breast. Datab�aze University of Wisconsin, ur�cen�a pro diagnostiku rakoviny
prsu. Obsahuje 10 p�r��znak�u, kter�e p�redstavuj�� v�ysledky l�eka�rsk�ych vy-
�set�ren��. Data jsou rozd�elena do dvou t�r��d: zhoubn�y n�a dor / nezhoubn�y
n�ador.

EKG. Datab�aze byla pou�zita pro diagnostiku srde�cn�� arytmie v [ 16]. Ka�zd�y
vzorek m�a �cty�ri �c��seln�e p�r��znaky, kter�e jsou v�ysled kem p�redzpracov�an��
z�aznamu EKG sign�alu vlnkovou transformac��. Vzorky jsou rozd�eleny
do dvou t�r��d: arytmie/norm�aln�� srde�cn�� rytmus.

Pro �u�cely testov�an�� byla ka�zd�a datab�aze n�ahodn�ym z p�usobem rozd�elena
na 10 stejn�e velk�ych �c�ast��. Pot�e bylo vytvo�reno 10 klasi �k�ator�u, kter�e byly
u�ceny poka�zd�e na jin�ych 9 �c�astech p�uvodn�� datab�aze . Posledn�� �c�ast byla po-
u�zita pro testov�an��. Tento postup byl 6 kr�at zopakov�an, p oka�zd�e s jin�ym
n�ahodn�ym rozd�elen��m datab�aze do �c�ast��. Prezentova n�e v�ysledky jsou pr�u-
m�ern�e hodnoty z 60 takto z��skan�ych odhad�u p�resnosti klasi �kace. Parametry
syst�emu p�ri t�echto experimentech shrnuje tabulka 4.10. Byly pou�zity pouze
standardn�� p�redde�novan�e funkce a termin�aly, tak jak jso u pops�any v sekci
3.3.
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Pima Heart Breast EKG metoda
25,6 20,0 fuzzy rozhodovac�� stromy
28,4 22,2 C4.5
25,7 3,3 C4.5 + Adaboost.M2
26,3 4,8 OC1
26,4 5,9 fuzzy pravidla
27,1 14,8 4,5 GP pravidla
24,4 13,8 3,3 NN

19,0 See5
13,3 FURL

25,0 21,4 3,8 14,2 strom
23,6 18,7 3,1 17,1 les { 11 strom�u

Tabulka 4.9: srovn�an�� chyb klasi�kace v % r�uzn�ych metod

P�resnost klasi�kace byla srovn�ana s n�ekolika algoritmy z posledn�� doby,
a to jak s p�r��buzn�ymi, kter�e vyu�z��vaj�� evoluce, tak s odli�sn�ymi metodami.
Tabulka 4.9 obsahuje v�ysledky srovn�an��. Nejlep�s�� dosa�zen�y v�ysledek pro ka�z-
dou datab�azi je vyti�st�en tu�cn�e. Posledn�� dva �r�adky ta bulky obsahuj�� v�ysledky
t�eto pr�ace. Ve sloupci metoda je ozna�cen�� pou�zit�ych algoritm�u. Jejich kr�atk�y
popis n�asleduje. V�ysledky v tabulce poch�azej�� od autor�u citovan�ych �cl�ank�u.
Srovn�an�� je pouze orienta�cn��, proto�ze metodologie experiment�u se u jednot-
liv�ych autor�u li�s��.

fuzzy rozhodovac�� stromy Metoda indukce fuzzy rozhodovac��ch strom�u
pomoc�� shlukov�an�� [7].

C4.5 Zn�am�y algoritmus J. R. Quinlana [22] pro indukci klasick�y ch rozhodo-
vac��ch strom�u, kter�e maj�� v uzlech testy tvaru x i � c. V�ysledky jsou
p�revzaty z [7].

C4.5 + Adaboost.M2 Klasi�kace pomoc�� (meta)alogritmu Adaboost [10],
kter�y vyu�z��v�a C4.5 jako klasi�k�ator.

OC1 Algoritmus pro indukci rozhodovac��ch strom�u, kter�e maj�� v uzlech line-
�arn�� nerovnice tvaru a1x1 + a2x2 + :::+ anxn � c. Je zn�am�y pod n�azvem
OC1. V�ysledky jsou p�revzaty z �cl�anku [5].

fuzzy pravidla Expertn�� syst�em zalo�zen�y na fuzzy pravidlech, kter�a vyh le-
d�av�a pomoc�� genetick�eho programov�an�� [1].
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GP pravidla Pravidlov�y syst�em zalo�zen�y na genetick�em programov�an�� [6].
(Hled�a jedno klasi�ka�cn�� pravidlo typu IF-THEN, pro ka�zdou t�r��du
v datab�azi.)

NN Neuronov�a s��t' (MLP) u�cen�a metodou zp�etn�eho �s���ren �� [3].

See5 Algoritmus J. R. Quinlana pro indukci klasick�ych rozhodovac��ch strom�u,
n�astupce algoritmu C4.5. V�ysledky test�u jsou p�revzaty z �cl �anku [16].

FURL Syst�em pro vyhled�av�an�� fuzzy klasi�ka�cn��ch pravidel. V�ysledky jsou
p�revzaty z �cl�anku [16].

V�ysledky ukazuj��, �ze syst�em navr�zen�y v t�eto pr�aci m�u� ze konkurovat ostat-
n��m algoritm�um pou�zit�ym pro srovn�an��. Zejm�ena p�ri p ou�zit�� les�u, kter�e v�y-
znamn�e zlep�suj�� p�resnost klasi�kace, i kdy�z jsou sestaveny z relativn�e mal�eho
po�ctu strom�u. P�ri pou�zit�� les�u bylo dosa�zeno nejlep�s ��ho v�ysledku mezi srov-
n�avan�ymi metodami u dvou ze �cty�r datab�az��. Zaj��mav� y je v�ysledek u data-
b�aze EKG, kdy lesy dosahuj�� hor�s�� p�resnosti klasi�kace ne�z jednotliv�e stromy.
P�resnost klasi�kace lesa je hor�s�� ne�z pr�um�ern�a p�resnost st rom�u, ze kter�ych
je les slo�zen. N�asleduj��c�� odstavec se sna�z�� objasnit, pro�c (a kdy) tento jev
nast�av�a.

Necht' je algoritmem vytvo�rena skupina n rozhodovac��ch strom�u. Skute�c-
nost, �ze i -t�y strom spr�avn�e klasi�kuje p�r��klad e, necht' se zna�c�� si (e) = 1.
Pokud strom klasi�kuje p�r��klad e nespr�avn�e, budi�z si (e) = 0. Pr�um�ern�a
hodnota 1

n

P n
i =1 si (e) je odhademp̂(e) pravd�epodobnosti p(e), �ze strom vy-

tvo�ren�y algoritmem spr�avn�e klasi�kuje p�r��klad e. P�resnost klasi�kace strom�u
na testovac�� mno�zin�e se pak odhaduje pr�um�erem hodnot p̂(e) v�sech p�r��klad�u
v testovac�� mno�zin�e. (Ve srovn�avac�� tabulce 4.10 jsou pr�av�e takov�e odhady).

Jak�a je pravd�epodobnost spr�avn�e klasi�kace p�r��kladu e, pokud skupina
strom�u klasi�kuje jako les? Aby les spr�avn�e klasi�koval p�r��k lad e, mus�� e
spr�avn�e klasi�kovat nadpolovi�cn�� v�et�sina strom�u v lese. Pravd�epodobnost,
�ze k strom�u z n spr�avn�e klasi�kuje p�r��klad e se �r��d�� binomick�ym rozd�elen��m
a jej�� hodnota je

Pk(e) =

 
n
k

!

p(e)k(1 � p(e))n� k :

Pravd�epodobnost, �ze nadpolovi�cn�� v�et�sina strom�u v lese spr�avn�e klasi�kuje
e je tedy

P(e) =
nX

i = dk
2 e

 
n
k

!

p(e)k(1 � p(e))n� k :

Plat�� P(e) < p(e) pro 0 < p(e) < 0; 5 a P(e) > p(e) pro 0; 5 < p(e) < 1.
U p�r��klad�u, kter�e stromy klasi�kuj��

"
sp���se spr�avn�e\, dos�ahne les lep�s��ch v�y-
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Obr�azek 4.9: Zm�ena pravd�epodobnosti spr�avn�e klasi�kace p�ri pou�zit�� lesa
oproti jednotliv�emu stromu.

sledk�u ne�z jednotliv�e stromy. Naproti tomu u p�r��klad�u, k ter�e stromy klasi-
�kuj�� v�et�sinou nespr�avn�e, dojde pou�zit��m lesa ke zhor� sen��. Graf na obr�azku
4.9 ukazuje p�resn�eji, jak se zm�en�� pravd�epodobnost spr�avn�e klasi�kace p�r��-
kladu p�ri pou�zit�� lesa oproti pou�zit�� stromu. Na vodorovn �e ose je vynesena
pravd�epodobnost spr�avn�e klasi�kace p�r��kladu stromem p(e). Na svisl�e ose
je vynesen rozd��l P(e) � p(e), tedy zlep�sen�� �ci zhor�sen��, kter�eho se dos�ahne
pou�zit��m lesa. (Na obr�azku jsou pr�ub�ehy pro lesy o 3, 11, 33 a 99 stromech.)

Rozd��l mezi p�resnost�� klasi�kace strom�u a lesa z�avis�� na
"
obt���znosti\ p�r��-

klad�u v testovac�� mno�zin�e. Nejv�et�s��ho zlep�sen�� se dosa huje, pokud pravd�e-
podobnost spr�avn�e klasi�kace v�et�siny p�r��klad�u je lehce v�et�s�� ne�z 0 ; 5. Jsou-li
p�r��klady

"
lehk�e\, tj. t�em�e�r ka�zd�y strom je klasi�kuje spr�avn�e, k v�yrazn�emu

zlep�sen�� nem�u�ze doj��t.
"
T�e�zk�e\ p�r��klady zp�usobuj�� zhor�sen�� p�resnosti.

N�ekdy nast�av�a zaj��mav�a situace, kdy jednotliv�e klasi�k �atory maj�� v pr�u-
m�eru vysokou p�resnost, ale pou�zit�� les�u p�resto zp�usobuje zhor�sen��. Zd�a se, �ze
v tomto p�r��pad�e obsahuje testovac�� mno�zina dv�e skupiny p �r��klad�u. V�et�sinu
mno�ziny tvo�r��

"
lehk�e\ p�r��klady, kter�e zp�usobuj�� v pr�um�eru vysokou p �resnost

klasi�kace jednotliv�ych strom�u. Pou�zit��m lesa se u nich ji� z nem�u�ze v�yrazn�e
zlep�sit p�resnost klasi�kace. Druhou, malou skupinu tvo�r��

"
t�e�zk�e\, matouc��

p�r��klady, kter�e stromy �casto za�razuj�� do nespr�avn�e t� r��dy. V pr�um�eru je pak
mal�e zlep�sen�� na

"
lehk�ych\ p�r��kladech p�rev�a�zeno velk�ym zhor�sen��m v livem
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Po�cet t�r��d viz. tabulka 4.8
Distribuce p�r��klad�u viz. tabulka 4.8
Tr�enovac�� mno�zina 90%
Testovac�� mno�zina 10%
Termin�aly a funkce viz. popis v sekci 4.6
Max. d�elka pravidla 12
Velikost populace 500
Max. generac�� na pravidlo 100
Zastavovac�� podm��nka S < 0; 65_ r < 0; 05
Po�cet b�eh�u 60

Tabulka 4.10: Parametry experiment�um v sekci 4.6

"
t�e�zk�ych\ p�r��klad�u. Pr�av�e toto vysv�etlen�� se nab�� z�� v p�r��pad�e datab�aze EKG.

Ta je velmi mal�a (obsahuje pouze 82 p�r��klad�u!) a tud���z j e pravd�epodobn�e, �ze
n�ekter�e

"
typy\ p�r��klad�u jsou nedostate�cn�e pops�any a nen�� mo�zn� e na n�e klasi-

�k�ator n�ale�zit�e
"
natr�enovat\. Mo�zn�ym �re�sen��m tohoto probl�emu by bylo naj��t

zp�usob, jak identi�kovat
"
t�e�zk�e\ p�r��klady a nepokou�set se o jejich klasi�kaci.
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Z�av�er

Byl vytvo�ren syst�em pro klasi�kaci objekt�u popsan�ych �c��se ln�ymi i ne�c��sel-
n�ymi p�r��znaky. Syst�em vytv�a�r�� model objekt�u b�ehem procesu u�cen�� z tr�eno-
vac�� mno�ziny spr�avn�e klasi�kovan�ych p�r��klad�u. T��m to modelem a sou�casn�e
klasi�k�atorem je les, soubor rozhodovac��ch strom�u, kter�e r ozhoduj�� o t�r��d�e
klasi�kovan�eho objektu spole�cn�e pomoc�� v�et�sinov�e vol by.

V�yhody les�u oproti jednotliv�ym strom�um spo�c��vaj�� ve ( v�et�sinou) vy�s�s��
p�resnosti klasi�kace, v�et�s�� robustnosti a v omezen�� efektu p�reu�cen��. Nev�y-
hodou je v�et�s�� slo�zitost modelu. Pro vytv�a�ren�� les�u j e mo�zn�e vyu�z��t univer-
z�aln��ho (meta) algoritmu, jako nap�r��klad [4], [10]. Ji nou mo�znost�� je vytvo-
�rit speci�aln�� postup pro konkr�etn�� klasi�k�ator, viz. na p�r��klad [20]. V t�eto
pr�aci byl navr�zen postup tvo�ren�� les�u, kter�y se hod�� pr o rozhodovac�� stromy
a narozd��l od univerz�aln�� metody [4] poskytuje v�yznamn�e zlep�sen�� p�resnosti
klasi�kace u�z pro lesy mal�e velikosti. Je kompromisem mezi

"
�u�cinn�ymi\ me-

todami s velkou v�ypo�cetn�� n�aro�cnost�� a metodami jako [ 4], kter�e spol�ehaj��
na nestabilitu algoritmu u�cen��.

Jednotliv�e rozhodovac�� stromy lesa se v t�eto pr�aci indukuj�� obvykl�ym po-
stupem shora dol�u. Jedn�a se o hladov�y algoritmus, kter�ym nen�� mo�zn�e dos�ah-
nout optim�aln�� (co nejjednodu�s�s��) struktury rozhodov ac��ho stromu. N�ekter�e
jin�e metody proto hledaj�� cel�e stromy

"
najednou\ [7], [5]. Takov�e hled�an�� je

ale �casov�e n�aro�cn�ej�s��, co�z se nep�r��zniv�e projev� � p�ri �re�sen�� slo�zit�ej�s��ch �uloh.
Zlep�sen�� p�ritom nen�� v�yznamn�e, zvl�a�st�e v porovn�an �� s hladov�ymi algoritmy,
kter�e pou�z��vaj�� krit�eria zalo�zen�a na m�e�ren�� neu r�citosti podle teorie informace
[20]. V t�eto pr�aci se proto v�ypo�cetn�� prost�redky rad�ej i investuj�� do zlep�sen��
vyjad�rovac�� schopnosti rozhodovac��ch strom�u.

Narozd��l od nejb�e�zn�ej�s��ch rozhodovac��ch strom�u, kt er�e v uzlech testuj��
jedin�y p�r��znak se v t�eto pr�aci pou�z��vaj�� tzv. oblique trees, kter�e maj�� v uzlech
slo�zit�ej�s�� testy neboli pravidla. Takov�e stromy maj�� le p�s�� vyjad�rovac�� schop-
nost, co�z se projevuje ve vy�s�s�� p�resnosti klasi�kace a v men�s�� velikosti strom�u.
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V�yhoda lep�s�� vyjad�rovac�� schopnosti s sebou nese nutnost prohled�avat prostor
p�r��pustn�ych pravidel, kter�y je ne�um�ern�e v�et�s�� ne �z u strom�u, kter�e testuj�� jed-
notliv�e p�r��znaky. Nalezen�� kvalitn��ch pravidel je p�r itom z�asadn�� podm��nkou
pro z��sk�an�� kvalitn��ch strom�u, kter�e p�resnost�� klasi�k ace p�red�c�� sv�e prot�ej�sky
s jednoduch�ymi testy. Pro �re�sen�� tohoto �ukolu se pou�z��v �a genetick�e programo-
v�an�� { evolu�cn�� algoritmus �usp�e�sn�e vyu�z��van�y pro �radu t�e�zk�ych optimaliza�c-
n��ch probl�em�u [14]. D��ky zp�usobu reprezentace jedinc� u v genetick�em progra-
mov�an�� je t�e�z jednoduch�e p�rizp�usobit vyjad�rovac�� schopnost pravidel �re�sen�e
klasi�ka�cn�� �uloze: U�zivatel m�a mo�znost snadno de�novat funkce a termin�aly
genetick�eho programov�an��, kter�e jsou

"
stavebn��mi kameny\ pravidel v uz-

lech rozhodovac��ho stromu. T��m je mo�zn�e vyu�z��t p�r��p adnou apriorn�� znalost
�ulohy ke zmen�sen�� prohled�avan�eho prostoru pravidel nebo k doc��len�� stavu,
kdy pravidla sn�aze vyj�ad�r�� d�ule�zit�e vlastnosti dat. U� zite�cnost t�eto vlastnosti
syst�emu bohu�zel nebyla hloub�eji prozkoum�ana, zvl�a�st�e na re�aln�ych datech.
D�uvodem byl nedostatek vhodn�ych dat. Testov�an�� syst�emu uk �azalo dobrou
p�resnost klasi�kace ve srovn�an�� s jin�ymi sou�casn�ymi metoda mi. Projevily se
tak�e n�ekter�e nev�yhody. Hlavn�� nev�yhodou vypl�yvaj�� c�� z pou�zit�� evoluce je
�casov�a n�aro�cnost v�ypo�ctu, kter�a je zhruba o t�ri �r�ad y vy�s�s�� ne�z u klasick�ych
metod strojov�eho u�cen��. To limituje pou�zit�� syst�emu na u �cen�� z datab�az��
men�s��ho rozsahu. Pro p�rekon�an�� tohoto probl�emu by byl o nutn�e velk�e da-
tab�aze vzorkovat nebo vhodn�e p�redzpracovat. Dal�s�� potenci�aln�� nev�yhoda
spo�c��v�a v mno�zstv�� voliteln�ych parametr�u algoritmu, jejich�z vliv m�u�ze m��t
v�yznamn�y vliv na kvalitu v�ysledn�eho klasi�k�atoru. Pro n ezku�sen�eho u�ziva-
tele je to nev�yhoda v�yznamn�a. Zd�a se v�sak, �ze je mo�zn�e n al�ezt

"
rozumn�e\

nastaven�� v�et�siny parametr�u, p�ri kter�em je syst�em dostat e�cn�e robustn��, tj.
uspokojiv�e funguje na �rad�e �uloh. P�r��kladem m�u�ze b�y t nastaven�� parametr�u
pou�zit�e p�ri srovn�avac��ch testech v sekci 4.6.

P�redchoz�� shrnut�� hodnotilo syst�em z pohledu, kdy je rozhoduj��c�� p�resnost
klasi�kace. Pro praktick�e vyu�zit�� v l�eka�rsk�e diagnosti ce jsou podstatn�e je�st�e
dal�s�� vlastnosti, kter�ymi by st�alo za to se zab�yvat.

P�r��nosem by byla schopnost identi�kace obt���zn�e klasi�kov ateln�ych p�r��-
klad�u. Tak by bylo mo�zn�e vyhnout se p�r��li�s riskantn��m r ozhodnut��m a zv�y�sit
spolehlivost klasi�kace, kter�a b�yv�a v medic��nsk�ych aplik ac��ch d�ule�zit�a.

Syst�em, kter�y prov�ad�� automatickou klasi�kaci m�a �casto podp�urnou funkci
pro rozhodov�an�� �clov�eka. Hodnotu syst�emu v tomto p�r��pa d�e zvy�suje schop-
nost

"
zd�uvodnit\ sv�e rozhodnut�� �clov�eku srozumiteln�ym zp�u sobem. To p�red-

pokl�ad�a schopnost vytvo�rit model klasi�kovan�ych dat ve sro zumiteln�em a jed-
noduch�em tvaru. U syst�emu navr�zen�eho v t�eto pr�aci je mo� zn�e dos�ahnout jist�e
srozumitelnosti pou�zit��m vhodn�ych termin�al�u a funkc�� . Jednoduch�e vyj�ad�ren��
ale syst�em obvykle neposkytuje. Lep�s�� vlastnosti maj�� v tomt o sm�eru sys-
t�emy, kter�e vyu�z��vaj�� b�azi klasi�ka�cn��ch pravidel bez hierarchick�e struktury
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(nap�r. [6], [1]). Jak�ehosi kompromisu mezi takov�ymi pravidlov�ymi syst�emy
a rozhodovac��mi stromy se snad dalo dos�ahnout vytv�a�ren��m rozhodovac��ch
strom�u velmi mal�e hloubky a jejich kombinac�� do lesa, ve kter�em by ka�zd�y
strom p�redstavoval popis jin�e podmno�ziny t�r��d.

Pro univerz�alnost syst�emu byla testov�ana t�e�z mo�znost jeho pou�zit�� k iden-
ti�kaci potenci�aln�e probl�emov�ych spole�cnost�� p�ri re gulaci odb�eru tepla. V�y-
sledky budou publikov�any v �cl�anku p�rijat�em na konferen ci BASYS'2004 (6th
IFIP International Conference on Information Technology for Balanced Au-
tomation Systems in Manufacturing and Service).

P�redpokl�ad�a se t�e�z dal�s�� vyu�zit�� syst�emu pro klasi�k aci EKG sign�al�u.
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Dodatek A

Popis programu na p�rilo�zen�em
CD

Syst�em popsan�y v t�eto pr�aci je implementov�an v jazyce C++ s pou�zit��m
pouze standardn��ch knihoven jazyka. D��ky tomu by m�elo b�y t mo�zn�e zdro-
jov�y k�od p�relo�zit na POSIX syst�emu pouze za pomoci kompil �atoru jazyka
C++ a GNU Automake 1.4 nebo vy�s�s�� verze. P�rilo�zen�e CD obsa huje zdro-
jov�y k�od programu, kter�y umo�z�nuje vytv�a�ret lesy ze za dan�ych dat, testovat
p�resnost jejich klasi�kace a ulo�zit podrobn�e v�ysledky ve fo rm�e snadno zpra-
covateln�e v Matlabu. (Program neobsahuje u�zivatelsk�e rozhran��, nastaven��
v�sech pot�rebn�ych parametr�u je nutno prov�est p�r��mo ve z drojov�em k�odu.)
Zdrojov�y k�od je rozd�elen do n�ekolika modul�u:

gp V tomto modulu je implementov�ano genetick�e programov�an�� s typov�an��m
jako t�r��da GP. D�ale jsou zde implementov�any abstraktn�� t�r��dy, kter�e
realizuj�� funkce a termin�aly genetick�eho programov�an��. Z t�echto t�r��d
je mo�zn�e jednodu�se odvodit konkr�etn�� funkce a termin�a ly genetick�eho
programov�an��. Funk�cn�� p�r��klady je mo�zn�e nal�ezt v modulu iguana .

entropygp Tento modul de�nuje t�r��du EntropyGP, kter�a je odvozena z t�r��dy
GP. T�r��da EntropyGPji�z p�r��mo slou�z�� k evoluci pravidel.

classi�er V tomto modulu je de�nov�ana t�r��da Classifier , kter�a p�redsta-
vuje rozhodovac�� strom. K dispozici jsou metody pro vytv�a�ren�� a kla-
si�kaci dat.

trainset V tomto modulu jsou de�nov�any t�r��dy snadnou pr�aci se vstupn� �mi
daty programu. Pracuje se s daty ulo�zen�ymi v textov�em souboru jed-
noduch�eho tvaru.
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iguana Tento modul obsahuje hlavn�� smy�cku programu, kter�y prov�a d�� expe-
rimenty skl�adaj��c�� se z vytv�a�ren�� les�u, testov�an�� je jich p�resnosti a ulo-
�zen�� v�ysledk�u. D�ale se zde nastavuj�� parametry genetick �eho programo-
v�an�� a indukce rozhodovac��ch strom�u, v�cetn�e de�nice p ot�rebn�ych funkc��
a termin�al�u.

V�ystupem programu je protokol o proveden�em experimentu, klasi�kace
dat do t�r��d proveden�a pomoc�� vytvo�ren�ych klasi�k�ato r�u a vyj�ad�ren�� klasi�-
k�ator�u ve form�e snadno zpracovateln�e v Matlabu. Pro vizu alizaci klasi�k�a-
tor�u, kter�e pracuj�� s daty popsan�ymi pomoc�� dvou p�r��z nak�u je t�e�z k dispozici
vizualiza�cn�� funkce classvis pro Matlab. Nach�az�� se v souboruclassvis.m .
V�ystup vizualiza�cn�� funkce vypad�a nap�r. jako obr�azek 4.3.
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